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Resumo

A seleção de materiais de leitura para fins pedagógicos é uma tarefa importante para o ensino de

lı́nguas e que, no caso do ensino da lı́ngua portuguesa, ainda é maioritariamente realizada manual-

mente.

Nesta dissertação, desenvolveu-se um sistema de extração de caracterı́sticas linguı́sticas e um con-

junto de classificadores automáticos para auxı́lio ao ensino de Português como segunda lı́ngua, que

consistiu em: (i) estudo de diferentes abordagens para o cálculo da inteligibilidade dos textos e a

apresentação de sistemas relacionados; (ii) análise da dificuldade da tarefa de classificação de textos

quanto ao seu nı́vel de inteligibilidade; (iii) desenvolvimento de um sistema de extração de carac-

terı́sticas linguı́sticas a partir de textos para a sua classificação, recorrendo a ferramentas de Proces-

samento de Lı́ngua Natural, nomeadamente STRING (Statistical and Ruled-based Natural lanGuage

processing chain) e o YAH (Yet Another Hyphenator); este sistema extrai 52 caracterı́sticas organiza-

das em cinco tipos de informação (categorias morfossintáticas, sintagmas e métricas relativas a frases;

métricas relativas a palavras; métricas relacionadas com verbos e diferentes métricas que envolvem

médias e frequências; diversas métricas que envolvem sı́labas; e métricas adicionais); (iv) construção de

seis classificadores com caraterı́sticas distintas, resultantes de diferentes combinações do tipo de corpus

utilizado para os treinar e da granularidade da escala de inteligibilidade a aplicar; o melhor classifica-

dor, na escala de 5 nı́veis (A1 a C1), obteve uma exatidão de 75%, e, na escala de 3 nı́veis (A, B e C), 81%;

(v) desenvolvimento de uma interface web, disponibilizando os sistemas a um público alargado.





Abstra
t

The selection of reading materials for educational purposes is an important task for teaching lan-

guages and, in the case of Portuguese language teaching, it is still performed mostly manually.

In this dissertation, we developed a system for extracting linguistic features and several automatic

readability classifiers to aid teaching Portuguese as a second language. This included: (i) the study of

algorithms to compute the text readability and related systems; (ii) empirical study on the difficulty

assessment of the text readability classification task; (iii) development of a linguistic features extraction

system, to be used by a classifier, which relies on existing Natural Language Processing (NLP) tools, such

as STRING (Statistical and Ruled-based Natural Language Processing chain) and YAH (Yet Another

Hyphenator); currently, 52 features are extracted: parts-of-speech (POS), chunks, words and phrases

information, syllables information, averages and frequencies, and some extra features; (iv) creation of six

classifiers with distinct characteristics; these classifiers have emerged from a different combinations of

the corpus used for training and the readability scale used; in a five-level (from A1 to C1) and three level

(A, B and C) scale scenarios, the best classifier yields 75% and 81%, respectively; and (v) development

of a Web interface providing access to the systems here developed to the general public.





Palavras Chave

Keywords

Palavras Chave

Inteligibilidade

Métricas de avaliação de inteligibilidade
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4.1 Módulo de análise de textos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

4.1.1 Introdução . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

4.1.2 STRING . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

4.1.3 YAH . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

4.1.4 Extração de informação lexical . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
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5.2.6.1 Contribuição dos parâmetros . . . . . . . . . . . . . . . . . . . . . . . . . . 75

iii



5.2.6.2 Classificador . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76

5.2.7 Classificador treinado com o corpus da Porto Editora - 3 nı́veis . . . . . . . . . . . 78
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1Introdu�
~ao
1.1 Motiva�
~ao

O Português é a lı́ngua oficial de nove paı́ses do mundo. De acordo com a “Internet World Stats”1,

o Português é a uma das lı́nguas mais utilizadas mundialmente, na internet, como mostra a figura 1.

De acordo com este site, nos últimos 11 anos (2000-2011) existiu um crescimento de 990.1% do número

de utilizadores na internet que usam a lı́ngua portuguesa. Tendo em conta os dados reportados em

2008 (Marujo, 2009), nota-se que a lı́ngua portuguesa passou de 8a lı́ngua mais utilizada na internet para

o 5o lugar. Esta subida e os dados apresentados são indicadores da importância da lı́ngua portuguesa

na internet e no mundo.

Figura 1.1: As 10 lı́nguas mais utilizadas na internet.

A inteligibilidade (em inglês, readability) é uma medida do grau de dificuldade de um texto. Esta

medida é muitas vezes confundida com o conceito de legibilidade. Este termo utilizado, de modo geral,

para caraterizar fatores tipográficos, tais como o tamanho da letra, o tipo da fonte e a diagramação do

texto. A legibilidade é uma parte importante da inteligibilidade. No entanto, nem tudo o que é legı́vel

1http://www.internetworldstats.com/stats7.htm (consultado em Set. 2013).



é inteligı́vel, e vice-versa (Barboza & Nunes, 2007). A avaliação da qualidade de um texto (em Inglês, text

quality ranking) é baseada na escrita, estrutura e na facilidade de leitura do texto. Neste contexto, a

qualidade de um texto pode influenciar o seu nı́vel de inteligibilidade.

Os estudos sobre a inteligibilidade continuam a ser uma área de grande interesse para o ensino

da lı́ngua, em particular na construção de materiais didáticos para a aprendizagem da leitura e do

vocabulário. Os estudos nesta área permitem estabelecer uma escala de dificuldade dos textos utilizados

na avaliação dos alunos. Geralmente, no ensino de nı́veis básicos, os professores reconhecem que dar

materiais de leitura não adequados ao nı́vel dos alunos prejudica o seu processo de aprendizagem,

desmotivando-os (Fulcher, 1997).

A classificação da inteligibilidade dos textos é, muitas vezes, importante para efeitos de regulação,

como, por exemplo, nos documentos que acompanham medicamentos, manuais de ferramentas e soft-

ware, instruções de segurança, etc, cuja correta interpretação é essencial para evitar riscos de várias

ordens. A classificação do grau de inteligibilidade desses textos deve ser regulada por forma a garantir

que as publicações tenham um nı́vel de leitura compreensı́vel e acessı́vel para a maioria da população.

Nos dias de hoje, a seleção de material de leitura para fins pedagógicos ou a seleção de textos para

a construção de testes de avaliação são tarefas maioritariamente desenvolvidas manualmente. Tendo

em conta a importância do ensino do português, pretende-se facilitar estas tarefas, criando um classi-

ficador de textos que avalie o seu grau de dificuldade, com o recurso a técnicas de Processamento de

Lı́ngua Natural (PLN). O PLN é uma subárea da inteligência artificial e da linguı́stica que estuda pro-

blemas como a compreensão automática de lı́nguas naturais. Os sistemas de compreensão de lı́ngua

natural convertem ocorrências de linguagem humana em representações mais formais e manipuláveis

por programas de computadores. Muitas aplicações práticas (como por exemplo, tradução automática

e correção ortográfica de textos) são resultantes do processamento de lı́ngua natural.

Segundo alguns estudos (Klare, 1963), a inteligibilidade dos textos é captada principalmente pela

dificuldade lexical, relacionada com o grau de dificuldade das palavras, e pela dificuldade sintática, associ-

ada ao grau de dificuldade das frases.

Segundo o Quadro de Referência para o Ensino Português no Estrangeiro (QuaREPE) publicado pelo Mi-

nistério da Educação e Ciência, considera-se que o grau de proficiência numa lı́ngua estrangeira pode ser

determinada numa escala de cinco nı́veis2 (Grosso et al., 2011a, 2011b): A1 (iniciação); A2 (elementar);

B1 (intermédio); B2 (vantagem) e C1 (avançado).

Os fenómenos linguı́sticos como, por exemplo, o comprimento das frases (dificuldade sintática) e

o vocabulário utilizado (dificuldade lexical) podem ser bons fatores para a medição de inteligibilidade

de textos, uma vez que os alunos de lı́nguas estrangeiras com grau de proficiência mais baixo (como

2http://www.dgidc.min-edu.pt/index.php?s=directorio\&pid=67 (consultado em Set. 2013)
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A1 ou A2) têm dificuldades em entender frases compridas e com vocabulário complexo. O vocabulário

complexo poderá ser extraı́do pela presença no texto de palavras não familiares. Por exemplo nas fra-

ses “Um sentimento estreme.” e “Saiu incólume de um acidente.” as palavras estreme3 e incólume4,

respetivamente, são entendidas apenas por alunos com grau de proficiência mais elevado (como C1).

1.2 Objetivo

O foco desta tese consiste em disponibilizar um classificador automático que identifique o nı́vel de

dificuldade de textos escritos em português. Este trabalho, desenvolvido em colaboração com o Insti-

tuto Camões, tem por objetivo auxiliar o ensino de português como segunda lı́ngua. Tratando-se esta

organização de um instituto público responsável, entre outras missões, por gerir a rede de ensino do

português no estrangeiro, quer ao nı́vel de ensino básico, quer do ensino secundário, é importante dis-

por de um sistema de classificação automático para a lı́ngua portuguesa, que possa ser utilizado por

docentes na seleção de textos, de acordo com as capacidades de leitura e interpretação dos alunos. Fu-

turamente, estes textos podem vir a ser utilizados no treino das capacidades dos estudantes ou, mesmo,

para a criação dos respetivos instrumentos de avaliação.

Para o desenvolvimento do classificador automático é necessário um estudo prévio que identifique

os parâmetros linguı́sticos que tornam um texto mais ou menos acessı́vel para um público alargado.

Deste modo, o trabalho apresenta um estudo sobre esses parâmetros, no sentido de medir a inteligibili-

dade dos textos.

A extração de parâmetros de um texto será efetuada com base em técnicas de processamento de

lı́ngua natural, fazendo o uso da cadeia de processamento STRING5, do hifenizador YAH e outros re-

cursos, destinados a extrair a informação relevante de cada texto.

Para a resolução deste problema serão utilizadas técnicas de aprendizagem de máquina (em inglês,

machine learning). A aprendizagem de máquina é um subárea da inteligência artificial dedicada ao desen-

volvimento de algoritmos e técnicas que permitam ao computador aprender, isto é, que permitam ao

computador aperfeiçoar o seu desempenho numa dada tarefa. Estas técnicas extraem regras e padrões

de um conjunto de dados. No caso deste trabalho este conjunto de dados é formado por textos previa-

mente classificados quanto à sua inteligibilidade.

3Muito puro; sem mistura; seleto. ”estreme”, no Dicionário Priberam da Lı́ngua Portuguesa, http://www.priberam.pt/
DLPO/estreme (consultado em Dez. 2013).

4Que não sofreu nada no perigo; são e salvo. ”incólume”, no Dicionário Priberam da Lı́ngua Portuguesa, http://www.
priberam.pt/DLPO/inclume (consultado em Dez. 2013).

5https://string.l2f.inesc-id.pt (consultado em Dez. 2013)
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1.3 Roteiro

Após esta breve introdução, no capı́tulo 2 é feita uma descrição e comparação do trabalho relaci-

onado na classificação de textos quanto ao seu nı́vel de inteligibilidade. Seguidamente, no capı́tulo 3,

são aparentados os corporas utilizados no decorrer deste trabalho e uma análise sobre a dificuldade

da tarefa de anotação manual de textos quanto ao seu nı́vel de inteligibilidade. No capı́tulo 4, é apre-

sentada a arquitetura da solução e a interface web desenvolvida. O capı́tulo 5 descreve os resultados

da avaliação dos sistemas desenvolvidos. Termina-se com as conclusões, as contribuições e o trabalho

futuro no capı́tulo 6.
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2Estado da Arte

Este capı́tulo apresenta algumas abordagens usadas para medir a inteligibilidade (secções 2.1.1 -

2.1.10). Num segundo momento (secções 2.2.1 - 2.2.3) identifica-se os sistemas desenvolvidos nesta

área.

2.1 Abordagens

2.1.1 Fórmula Flesch Reading Ease

Em 1943, Rudolf Flesch (Flesch, 1943) publicou a sua primeira fórmula de inteligibilidade para

prever a dificuldade em material de leitura para adultos. Tinha em conta variáveis como “referências

pessoais” (nomes e pronomes pessoais) e afixos.

Em 1948, Flesch modificou a sua fórmula inicial e separou-a em duas partes (Flesch, 1948). A

primeira parte, fórmula Reading Ease, deixou de utilizar afixos tendo em conta apenas duas variáveis:

o número de sı́labas e frases para cada amostra de 100 palavras. A segunda parte da fórmula calcula

o interesse na matéria pela contagem do número de palavras pessoais (tais como pronomes e nomes) e

frases pessoais (tais como citações, exclamações e frases incompletas). A fórmula Flesch Reading Ease é

definida pela seguinte expressão:

Inteligibilidade = 206, 835− (1, 015×ASL)− (84, 6×ASW ) (2.1)

Onde:

ASL = comprimento médio das frases (número de palavras dividido pelo número de frases);

ASW = comprimento médio de sı́labas por palavras (número de sı́labas dividido pelo número de

palavras).

O limite superior desta fórmula ronda 120, quando por exemplo, cada frase é composta por apenas

duas palavras de uma sı́laba. A pontuação não tem limite inferior, isto é, pode tomar valores negativos,

no caso de uma palavra com muitas sı́labas. Porém, segundo o autor, os resultados relevantes desta

fórmula estão enquadrados numa escala de 0 a 100 (ver a Tabela 2.1).



Inteligibilidade Notas

[75,0; 100,0] Facilmente compreendido por
um estudante médio de 10 anos
de idade (4o ano escolaridade)

[50,0; 75,0[ Facilmente compreendido por
um estudante dos 10 aos 13 anos
de idade (até ao 8o ano escolari-
dade)

[25,0; 50,0[ Facilmente compreendido por
um estudante dos 13 aos 17 anos
de idade (até ao 12o ano escola-
ridade)

[0,0; 25,0[ Compreendido por estudantes
universitários (a partir do 12o

ano de escolaridade)

Tabela 2.1: Tabela descritiva da escala utilizada pela fórmula Flesch Reading Ease

O uso desta fórmula é tão popular que é utilizada em software de processamento de texto como o

Microsoft Word1, o WordPerfect2 e o Google Docs3. Porém, normalmente, só está disponı́vel quando o

utilizador escreve em inglês.

A avaliação (Thomas et al., 1975) desta fórmula foi efetuada por seis pessoas que aplicaram a

fórmula a vinte parágrafos de textos de exames da Universidade de Minnesota nos Estados Unidos. As

pessoas envolvidas na avaliação trabalharam de forma independente e antes de começarem a avaliação,

tiveram sessões de treino onde ficaram familiarizadas com a aplicação da fórmula. Primeiro, examina-

ram cada parágrafo relativamente aos fatores linguı́sticos que a fórmula requer (número de sı́labas, pa-

lavras e frases) para o cálculo da inteligibilidade. De seguida, aplicaram a fórmula para cada parágrafo.

Depois, após um intervalo de duas semanas, as mesmas seis pessoas repetiram o mesmo procedimento.

Para estimar a confiança (em inglês, reliability) da fórmula utilizaram o método teste-reteste (Ga-

tewood et al., 2010) (em inglês, test-retest). Este método consiste em aplicar a mesma medida duas

vezes, em diferentes momentos, e correlacionar os dois conjuntos de resultados usando o coeficiente de

correlação de Pearson (ρ) (em inglês, Pearson correlation coefficient (r)). O coeficiente de correlação de Person

4 mede o grau e direção (positiva ou negativa) da correlação entre duas variáveis de escala métrica. É

representado por ρ e assume valores entre -1 e 1. Quando ρ=1 a correlação entre as duas variáveis é

perfeita positiva, isto é, se uma das variáveis aumenta a outra também aumenta na mesma porção. Se

ρ=0 significa que as duas variáveis não dependem linearmente uma da outra, devendo o resultado ser

investigado por outros meios.

1http://office.microsoft.com (consultado em Dez. 2013)
2http://www.corel.com (consultado em Dez. 2013)
3http://docs.google.com (consultado em Dez. 2013)
4http://pt.wikipedia.org/wiki/Coeficiente\_de\_correla\%C3\%A7\%C3\%A3o\_de\_Pearson (consul-

tado em Dez. 2013)
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A confiança da fórmula de Flesch foi avaliada através do método teste-reteste obtendo um coeficiente

de correlação de Person de 0,79.

Esta fórmula foi também adaptada para o português do Brasil (Scarton & Aluı́sio, 2010), resultando:

Inteligibilidade = 248, 835− (1, 015×ASL)− (84, 6×ASW ) (2.2)

2.1.2 Fórmula Dale-Chall

Em 1948, Edgar Dale e Jeanne Chall desenvolveram a fórmula Dale-Chall (Dale & Chall, 1948)

destinada a adultos e crianças com nı́vel de ensino superior ao 4o ano. Esta fórmula calcula o grau de

dificuldade de um texto baseando-se no comprimento da frase e no número de palavras não familiares,

usando uma lista de 3000 palavras, 80% conhecida por alunos do 4o ano. A medição da dificuldade do

léxico do texto é calculado pela percentagem de palavras que não estão presentes nesta lista. A principal

ideia por detrás da fórmula de Dale-Chall é que um texto escrito com palavras familiares torna-se fácil de

ler e, consequentemente, as ideias presentes são facilmente compreendidas e relembradas. Esta fórmula

foi utilizada nas escolas e por editoras de material de ensino e é definida pela seguinte expressão:

Inteligibilidade = 0, 1579× PDW − 0, 0496×ASL (2.3)

Para aplicar esta fórmula é necessário:

1. Selecionar grupos de 100 exemplos de palavras do texto (em livros, entre cada grupo de teste é

recomendado um intervalo de 10 páginas);

2. Calcular o comprimento médio das frases (ASL), ou seja, dividir o número de palavras pelo

número de frases;

3. Calcular a percentagem de palavras difı́ceis (PDW), isto é, a percentagem de palavras que não se

encontram na lista de palavras de Dale-Chall;

4. Se a percentagem de PDW for maior que 5% é somado 3.6365 ao valor de inteligibilidade calculado

dado pela fórmula.

O resultado desta equação precisa de ser ajustado para graus de dificuldade elevada, aplicando a

informação presente na tabela 2.2 para alcançar o resultado final.

Em 1995, Dale e Chall publicaram uma nova versão desta fórmula, a New Dale-Chall (Chall, 1995),

que consistiu numa modificação à lista de palavras.
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Inteligibilidade Resultado Dale-Chall

≤ 4,9 Grau 4 ou inferior
[5,0; 6,0[ Grau 5 a 6
[6,0; 7,0[ Grau 7 a 8
[7,0; 8,0[ Grau 9 a 10
[8,0; 9,0[ Grau 11 a 12
[9,0; 10,0[ Grau 13 a 15 (nı́vel secundário)
≥ 10,0 Grau 16 ou superior (nı́vel uni-

versitário)

Tabela 2.2: Tabela de correção de nı́vel de Dale-Chall

Para a avaliação da nova versão foi utilizado um corpus formado por 32 textos previamente assina-

lados por nı́veis de escolaridade do 4o ao 12o ano e por 116 textos do 9o ano até ao ensino universitário.

A identificação do nı́vel de escolaridade associado foi determinado através da realização de testes de lei-

tura. Esta fórmula, apesar de não ser tão popular como a fórmula de‘Flesch Reading Ease, é considera

uma das mais precisas (DuBay, 2006), tendo um coeficiente de correlação de 0,92 com a inteligibilidade

dos textos.

2.1.3 Fórmula Fog Index

Robert Gunning observou que muitos dos estudantes do ensino secundário não sabiam ler. Na

sua opinião tal derivava de um problema de escrita, pois a linguagem utilizada em revistas, jornais

e artigos de negócio era desnecessariamente complexa. Em 1952, Gunning publicou a fórmula Fog

Index (Gunning, 1952, 1969), uma medida de inteligibilidade que usa o comprimento médio da frase

(ASL) e o percentagem de palavras com mais de duas sı́labas (PHW). A fórmula Fog Index é definida

pela seguinte expressão:

Inteligibilidade = 0, 4× (ASL+ PHW ) (2.4)

O resultado desta fórmula corresponde ao número de anos de educação que o leitor necessita de

ter para compreender o texto. Segundo o autor, um resultado superior a doze indica que o texto é de-

masiado difı́cil para a maioria dos leitores. A avaliação (Thomas et al., 1975) desta fórmula foi efetuada

da mesma forma que a fórmula Flesch Reading Ease (secção 2.1.1), obtendo um coeficiente de correlação

de Person de 0,96.

2.1.4 Fry Graph

A fórmula Fry Graph (Fry, 1968) foi inicialmente publicada por Edward Fry em 1968 para textos

escritos em inglês, destinado a alunos do secundário. Em 1969, Fry estendeu o seu algoritmo para
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alunos de nı́veis primários. Posteriormente, publicou em 1977 uma extensão ao algoritmo (Fry, 1977)

que permitia incluir os alunos do ensino superior.

O nı́vel de dificuldade de um texto é calculado pelo número médio de frases (eixo do yy) e de

sı́labas (eixo do xx) de uma amostra de 100 palavras. Estas medidas são interpretadas com o auxı́lio de

um gráfico especı́fico presente na figura 2.1. Esta fórmula é utilizada para fornecer um padrão através

do qual a capacidade de leitura pode ser medida e o seu resultado são os números em cada zona do

gráfico que correspondem ao nı́vel de ensino que o leitor tem de ter para entender o texto. Esta fórmula

é utilizada para fins de regulação, como por exemplo regras de segurança e instruções de medicamentos,

para garantir que os textos têm um nı́vel de inteligibilidade acessı́vel à maioria da população (nı́vel 6 de

ensino americano).

Figura 2.1: Gráfico Fry para a estimativa do nı́vel de ensino americano
Fonte: http://www.readabilityformulas.com

Este algoritmo tem quatro passos:

1. Selecionar, aleatoriamente, 3 grupos de 100 palavras;

2. Calcular o número de frases em cada grupo selecionado (arredondando o valor para o mais

próximo de 10);

3. Calcular o número de sı́labas em cada grupo selecionado (cada algarismo é considerado uma

sı́laba. Por exemplo, 423 conta como uma palavra com 3 sı́labas);

4. Se existir uma variação grande entre o número de sı́labas ou o número de frases em cada grupo,

deve calcular-se mais do que 3 grupos de 100 palavras;

5. Calcular a média do número de frases e sı́labas e observar a sua interseção no gráfico de Fry. A

inteligibilidade é indicada pelo número presente na zona do gráfico onde ocorrer a interseção.
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A validação desta fórmula foi efetuada com base na comparação com os resultados alcançados por

outras fórmulas de inteligibilidade e com os resultados derivados de testes de compreensão (tabelas 2.3

e 2.4). Para a validação foi utilizado um conjunto de dez livros e os testes de compreensão eram com-

postos por três partes: verdadeiro ou falso, escolha múltipla e pequeno parágrafo de redação.

A maior parte das fórmulas tem nı́veis elevados de correlação entre elas e com os testes de compre-

ensão realizados. A fórmula Fry Graph tem um coeficiente de correlação de 0,94 com a fórmula Dale-

Chall e de 0,96 com a fórmula de Flesch Reading Ease. Este último resultado era de esperar uma vez que

ambas as fórmulas analisam a inteligibilidade tomando em conta praticamente os mesmos parâmetros

linguı́sticos.

Tabela 2.3: Nı́vel de ensino e percentagem de compreensão de alunos de dez livros
Fonte: (Fry, 1968)

Tabela 2.4: Correlações entre as fórmulas e valores de compreensão de alunos
Fonte: (Fry, 1968)

2.1.5 Fórmula SMOG

Em 1969, Harry McLaughlin desenvolveu a fórmula SMOG (Simple Measure of Gobbley-

gook) (McLaughlin, 1969). McLaughlin acreditava que o comprimento de uma palavra e o comprimento

de uma frase deviam ser multiplicados em vez de adicionados como nas outras fórmulas. A fórmula
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desenvolvida, utilizada principalmente para mensagens na área da saúde, é a seginte:

Inteligibilidade = 3 + 2

√

Contagem palavras polissilábicas (2.5)

Para aplicar esta fórmula é necessário:

1. Contar 10 frases numa linha perto do inı́cio do texto, 10 no meio e 10 no fim (total de 30 frases).

2. Contar todas as palavras polissilábicas (palavras com 3 ou mais sı́labas) no grupo das 30 frases

selecionadas (incluindo eventuais palavras repetidas).

3. Calcular a raiz quadrada do número correspondente ao quadrado perfeito mais próximo do

número de palavras polissilábicas do passo anterior. Caso o número de palavras polissilábicas

se encontre entre dois quadrados perfeitos, escolhe-se o menor número. Por exemplo, se o número

de palavras polissilábicas for 110, efetua-se a raı́z quadrada de 100 em vez de 121.

Na tabela 2.5 é possı́vel observar uma aproximação do nı́vel escolar necessário para compreender

um texto dado o número de palavras polissilábicas contadas no excerto de 30 frases selecionadas.

Número de palavras polis-
silábicas

Nı́vel escolar aproximado

≤ 6 Grau 5
[7; 13[ Grau 6
[13; 21[ Grau 7
[21; 31[ Grau 8
[31; 43[ Grau 9
[43; 57[ Grau 10
[57; 73[ Grau 11
[73; 91[ Grau 12
[91; 111[ Grau 13
[111; 133[ Grau 14
[133; 157[ Grau 15
[157; 183[ Grau 16
[183; 211[ Grau 17
≥ 211 Grau 18

Tabela 2.5: Tabela de conversão SMOG

Para a avaliação desta fórmula foram utilizadas 390 passagens de textos da edição de McCall-

Crabbs Standart Test Lessos in Reading (McCall, 1961). Cada passagem contem um conjunto de questões

seguidas por uma tabela com o nı́vel médio de escolaridade dos estudantes que conseguiram responder

corretamente a nenhuma, algumas ou a todas as questões. Para indicar o nı́vel de escolaridade médio as-

sociado a cada passagem considerou-se apenas o nı́vel de escolaridade dos estudantes que responderam

corretamente a todas as questões.
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A fórmula SMOG foi avaliada segundo o cálculo do coeficiente de correlação, entre o nı́vel de

escolaridade previsto pela fórmula e o nı́vel de escolaridade médio para cada passagem de texto, e o

erro padrão (em inglês, standard error) das medições.

Esta fórmula tem um coeficiente de correlação de 0,98 e um erro padrão de 1,516 nı́veis escolares

para leitores que responderam corretamente aos testes de compreensão do texto, ou seja, esta fórmula

prevê corretamente o nı́vel escolar associado ao texto com um erro de 1,5 nı́veis escolares.

2.1.6 Fórmula Flesch-Kincaid Grade Level

A fórmula Flesch-Kincaid Grade Level foi desenvolvida, em 1975, por Peter Kincaid e sua

equipa (Kincaid et al., 1975), contratada para o efeito pela Marinha dos Estados Unidos. Baseia-se nos

mesmos fatores de medida (tamanho médio das palavras e das frases) que a fórmula de Flesch Reading

Ease (secção 2.1.1). A diferença encontra-se nos pesos de cada fator.

Esta fórmula, que traduz a pontuação de 0-100 da fórmula de Flesch Reading Ease para o nı́vel de

ensino dos Estados Unidos, torna mais fácil professores, estudantes, bibliotecários e público em geral

saberem o nı́vel de dificuldade de um texto, é dada pela expressão:

Inteligibilidade = (0, 39×ASL) + (11, 8×ASW )− 15, 59 (2.6)

Onde:

ASL = comprimento médio da frase (número de palavras dividido pelo número de frases);

ASW = comprimento médio de sı́labas por palavras (número de sı́labas dividido pelo número de

palavras).

2.1.7 Lexile

A Lexile Framework for Reading (Stenner, 1996; Lennon & Burdick, 2004) é uma ferramenta edu-

cacional que mede a inteligibilidade de textos e as capacidades de leitura de um indivı́duo numa única

escala (Lexile) com o objetivo de indicar o material de leitura mais adequado para cada pessoa. Foi

desenvolvida pela empresa MetaMetrics5 em 1988 e é constituı́da por dois componentes principais: a

medida Lexile (em inglês, Lexile measure) e a escala Lexile (em inglês, Lexile scale).

A medida Lexile mede a complexidade do texto e as capacidades de leitura de um indivı́duo. Esta

medida baseia-se no comprimento médio das frases e na frequência média de palavras para medir a in-

5http://www.metametricsinc.com (consultado em Dez. 2013).
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teligibilidade de textos. A média do logaritmo da frequência de palavras (em inglês, mean log word frequency)

é usado como o componente semântico, uma vez que é um indicador da dificuldade lexical. A estima-

tiva de frequência de palavras é alcançada pela contagem de quantas vezes uma determinada palavra

aparece no American Heritage Intermediate Corpus (Paikeday, 1973). O logaritmo da média do comprimento

das frases (em inglês, log of the mean sentence length) é considerado um componente sintático.

A medida Lexile é composta por medidas Lexile do texto (em inglês, Lexile text measures) e medidas Lexile

do leitor (em inglês, Lexile reader measures). As medidas Lexile do texto usam um analisador que extraı́

a informação do texto necessária para calcular as equações 2.7 e 2.8. Um exemplo do resultado deste

analisador encontra-se na figura 2.2.

Figura 2.2: Exemplo do resultado gerado pelo Lexile Analyze
Fonte: (Lennon & Burdick, 2004)

A medida Lexile do leitor é responsável pela determinação do Lexile do leitor e pode ser obtida através

de testes de compreensão de leitura (escolha múltipla e questões de resposta fechada, entre outros). Para

esta medição é utilizado o modelo de Rasch (Rasch, 1980). O modelo de Rasch é um modelo psicométrico

(em inglês, psychometric model), isto é, um modelo cientı́fico que ajuda a medir fatores psicológicos que

não se conseguem observar diretamente, mas apenas através das respostas da pessoa em causa. Este

modelo é utilizado para analisar conjunto de respostas a questões de diferentes nı́veis de dificuldade,

em que a probabilidade de uma resposta correta é modelada por uma função logı́stica da diferença

entre as capacidades do leitor e o nı́vel de dificuldade do teste. Esta medição é efetuada na unidade

logit e posteriormente traduzida para um valor de dificuldade, neste caso na escala Lexile. Deste modo,

considera-se um modelo de medição conjunta (em inglês, conjoint measurement model), ou seja, que permite

a medição de dois elementos na mesma escala, nas mesmas unidades. No caso da ferramenta Lexile,

estes elementos são a dificuldade do texto e a capacidade de leitura da pessoa em estudo.

A equação utilizada na medida Lexile foi desenvolvida através de uma análise de regressão com base

na observação das dificuldades logit obtidas em 262 testes de compreensão realizados a 3000 estudantes

do 2o ao 12o ano escolar. O comprimento médio das frases e a frequência média de palavras entraram

na análise de regressão efetuada. Deste processo resultou a seguinte equação:

Theoretical logit = (9, 82247× LMSL)− (2, 14634× MLWF − constante) (2.7)

Onde:
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Theoretical logit = Resultado da dificuldade logit de um texto com base nas observações;

LMSL = Logaritmo da média do comprimento das frases;

MLWF = Média do logaritmo da frequência de palavras;

Constante = Este valor não se encontra especificado em informações públicas.

A fórmula seguinte é utilizada para converter dificuldades Theroretical logit em Lexile.

Lexile = [(Logit × 180)] + 200 (2.8)

A medida Lexile é expressa por um número seguido pela letra L (por exemplo, 800L), que faz parte

da escala Lexile. A escala Lexile é uma escala desenvolvida para medir a capacidade de leitura e a comple-

xidade de textos, tomando valores de 0L (nı́vel elementar) até 2000L (nı́vel mais avançado). Quando o

leitor e o texto têm o mesmo valor de Lexile, o leitor deve conseguir compreender, pelo menos, 75% do

texto (Lennon & Burdick, 2004).

Esta ferramenta permite avaliar as capacidades do leitor e a inteligibilidade de textos numa escala

única, fornecendo, através de uma forma intuitiva, os materiais de leitura apropriados às capacidades

do utilizador. Por outro lado, a escala Lexile cria uma escala standard de inteligibilidade, ou seja, uma

escala que não depende diretamente do nı́vel escolar associado a um paı́s, possibilitando o seu uso a

nı́vel global.

A validação desta ferramenta foi efetuada com base no coeficiente de correlação entre as dificulda-

des logit observadas da aplicação do modelo de Rasch a 262 testes de compreensão com as dificuldades

Theoretical logit resultantes da expressão que calcula a inteligibilidade dos textos. O valor de correlação

alcançado foi de 0,97.

2.1.8 Collins-Thompson & Callan

Em 2004, Collins-Thompson e Callan (Thompson & Callan, 2004) apresentaram uma nova medida

para avaliar a dificuldade de leitura de textos através de técnicas de análise estatı́stica. Esta medida tem

vantagens sobre as fórmulas tradicionais (como, por exemplo, a fórmula Flesch-Kincaid, entre outras

apresentadas anteriormente nesta secção):

“While traditional fórmulas are based on linear regression with two or three variables6,

statistical language models can capture more detailed patterns of individual word usage.

As we show in our evaluation, this generally results in better accuracy for Web documents

6Por exemplo, o tamanho médio das frases, o número médio de sı́labas por palavra.
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and very short passages (less than 10 words). Another benefit of a language modeling

approach is that we obtain a probability distribution across all grade models, not just a

single grade prediction.”

O modelo utilizado consiste numa variação do classificador multinomial Naive Bayes. O modelo

desenvolvido foi designado por “Smoothed Unigram”, uma vez que os modelos de lı́ngua (em inglês,

language models (LMs)) utilizados baseiam-se em unigramas, em que se assume a probabilidade de uma

palavra ser independente das palavras adjacentes, para cada nı́vel do modelo de lı́ngua. Estes modelos

baseiam-se na frequência das palavras.

Cada modelo de lı́ngua corresponde a um nı́vel de dificuldade pré-definido. Por exemplo, para

“English Web Pages” treinaram-se 12 modelos de lı́ngua, correspondendo aos 12 nı́veis de escolaridade

americana. Assim, cada modelo de lı́ngua é definido por uma lista de palavras e as suas probabilidades

individuais (informação presente no corpus de textos).

Para um dado texto, esta medida calcula a probabilidade do mesmo ser gerado por cada modelo de

lı́ngua. A inteligibilidade do texto corresponde ao nı́vel de dificuldade associado ao modelo de lı́ngua

com maior valor de probabilidade alcançada para um dado texto. Esta probabilidade é obtida formando

grupos constituı́dos por cem ou menos palavras do texto, calculando a probabilidade P(T|Gi) para cada

grupo e, por fim, fazendo uma média dos valores dos n valores mais elevados (para os resultados repor-

tados usou-se n=2).

P (T |Gi) =
∑

w∈T

C(w) log P (w|Gi) (2.9)

Onde:

T = Passagem de texto em análise;

C(w) = Contagem da palavra w;

Gi = Nı́vel do modelo de lı́ngua (o valor de i está contido no intervalo 1-12).

Para avaliar a eficácia desta medida foram utilizados dois métodos. O primeiro constituiu no

cálculo do coeficiente de correlação entre os valores de inteligibilidade alcançados por esta medida com

os resultados esperados. O segundo assentou no cálculo do erro quadrático médio (em inglês, mean square

error (MSE)) dos valores previstos pela medida, indicando a percentagem média de valores corretamente

previstos e penalizando os erros mais graves. No caso de medir a inteligibilidade dos textos automa-

ticamente, considera-se que um erro pode ser mais grave que outro sempre que o mesmo se encontre

a uma distância maior do resultado esperado. O erro quadrático médio é utilizado em vez de uma me-

dida de simples (como o número de respostas corretas a dividir pelo tamanho do conjunto utilizado)

porque é importante quantificar não só as respostas erradas como distinguir o tipo de erro resultante.
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Por exemplo, um erro de quatro nı́veis de inteligibilidade tem um impacto maior do que um erro de um

nı́vel.

Para a avaliação utilizaram-se dois corpus de textos anotados manualmente quanto ao seu nı́vel

de inteligibilidade. O primeiro (L1) é constituı́do por 362 textos da internet anotados por professores,

contendo aproximadamente 250000 palavras. O segundo corpus (L2) consiste em textos recolhidos de

livros de ensino de inglês como segunda lı́ngua do Instituto de Lı́ngua Inglesa da universidade de

Pittsburgh. Este segundo corpus tem aproximadamente 200000 palavras. Os resultados (tabelas 2.6

e 2.7) foram comparados entre a classificação de textos quanto à sua inteligibilidade baseando-se na

utilização de LM (medida apresentada) e na gramática (voz passiva, tempos verbais, orações relativas,

entre outras).

Corpus L1 L2

Modelos de lı́ngua 5,02 0,51
Gramática 10,27 1,08

Tabela 2.6: Comparação de MSE para diferentes métodos de previsão de inteligibilidade

Corpus L1 L2

Modelos de lı́ngua 0,71 0,80
Gramática 0,46 0,55

Tabela 2.7: Comparação de coeficientes de correlação para diferentes métodos de previsão de inteligibi-
lidade

A classificação baseada em LM revelou-se mais eficiente na medição de inteligibilidade em ambos

os corpus utilizados para a avaliação.

2.1.9 Schwarm and Ostendorf

Em 2005, Sarah Schwarm e Mari Ostendorf (Schwarm & Ostendorf, 2005) desenvolveram um

método de avaliação de inteligibilidade que utiliza máquinas de vetores de suporte (em inglês, support

vector machines (SVMs)) (Cortes & Vapnik, 1995). Os SVMs são modelos de aprendizagem supervisio-

nada que analisam os dados e reconhecem padrões, usados para a classificação e na análise de regressão.

Recorre-se a SVMs para combinar as caraterı́sticas dos modelos de lı́ngua de n-gramas e árvores de análise

sintática (em inglês, parse trees) com várias medidas tradicionais utilizadas na avaliação do nı́vel de lei-

tura. O classificador usa as seguintes propriedades:

• Comprimento médio das frases;

• Número médio de sı́labas por palavra;

• Fórmula de Flesch-Kiancaid (secção 2.1.6);
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• Seis escalas para as palavras desconhecidas ou fora do vocabulário;

• Caraterı́sticas das árvores de análise sintática (por frase):

– Profundidade média da árvore de análise;

– Número médio de sintagmas nominais;

– Número médio de sintagmas verbais;

– Número médio de SBAR. SBAR, trata-se de nós não terminais na árvore de análise sintática,

correspondendo de grosso modo ao conceito de oração subordinada, introduzida por um

conjunção subordinada (esta posição de elemento subordinativo pode estar vazia).

• Medidas de perplexidade (em inglês, perplexity scores) dos modelos de lı́ngua. A medida de perplexidade

mede o sucesso com que uma distribuição de probabilidade ou um modelo de probabilidade prevê

os resultados, podendo ser utilizada para comparar diferentes modelos de probabilidade. Por

exemplo, um baixo valor de perplexidade indica uma maior semelhança entre os resultados de

teste e do modelo.

O modelo de lı́ngua estatı́stico usado para calcular a probabilidade de uma sequência de palavras

poder ocorrer foi o modelo n-gramas. Utilizaram-se modelos com n=1, 2 e 3 (unigramas, bigramas e

trigramas, respetivamente). Para a avaliação foi utilizado um corpus de textos obtido de um jornal

educativo chamado “Weekly Reader” que tem versões direcionadas a leitores com diferentes nı́veis de

ensino. O corpus continha artigos do segundo ao quinto ano de ensino escolar (tabela 2.8). Para treinar

os modelos de lı́ngua utilizaram também artigos da enciclopédia Britânica e notı́cias da CNN (Cable

News Network).

Nı́vel escolar Número de artigos Número de palavras

2 351 71.5 Mil
3 589 444 Mil
4 766 927 Mil
5 691 1 Milhão

Tabela 2.8: Distribuição de artigos e palavras no corpus de Weekly Reader

Este corpus foi dividido em três conjuntos: o de treino, o de desenvolvimento e o de teste (ta-

bela 2.9).

Nı́vel escolar Treino Desenvolvimento/teste

2 315 18
3 529 30
4 580 38
5 623 34

Tabela 2.9: Número de artigos do corpus de Weekly Reader dividido em treino, desenvolvimento e teste
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A avaliação foi efetuada com base em três métodos distintos. Para analisar os classificadores

binários utilizaram a curva de erro de deteção de compensação (em inglês, Detection Error Tradeoff (DET),

precisão (em inglês, precision) e abrangência (em inglês, recall). Para comparar com outras fórmulas

de inteligibilidade (como Flesch-Kincaid e Lexile) consideraram a percentagem de artigos que foram

incorretamente classificados por mais do que um nı́vel de escolaridade (tabela 2.10).

Nı́vel escolar Flesch-Kincaid Lexile SVM

2 78% 33% 5.5%
3 67% 27% 3.3%
4 74% 26% 13%
5 59% 24% 21%

Tabela 2.10: Percentagem de artigos incorretamente classificados por mais do que um nı́vel de escolari-
dade

A curva DET é utilizada para visualizar o compromisso entre falsos negativos e falsos positivos e

selecionar os valores com menor custo, para arranjar um limite (em inglês, threshold) para o cálculo da

precisão e da abrangência. Neste caso o custo dos dois tipos de erros em causa é semelhante. Por isso

calcula-se a média de cada tipo de erro em cada ponto e escolhe-se o ponto com a média mais baixa

(figura 2.3).

Figura 2.3: Curva DET para o classificador baseado em SVM baseado em LM no corpus de teste
Fonte: (Schwarm & Ostendorf, 2005)

A medida precisão indica a percentagem de documentos que foram classificados corretamente no

grupo de documentos que o sistema vier a declarar como pertencente à classe. O abrangência calcula

a percentagem de documentos que são classificados corretamente pelo sistema, comparando com os

resultados esperados. Os resultados encontram-se na tabela 2.11.

A combinação da informação proveniente dos modelos de lı́ngua com outras caraterı́sticas utili-

zando SVMs produziu melhores resultados do que a utilização dos modelos de lı́ngua ou das medidas

18



Nı́vel escolar Precisão Abrangência
2 38% 61%
3 38% 87%
4 70% 60%
5 75% 79%

Tabela 2.11: Precisão e abrangência do conjunto de testes para classificadores baseados em SVM

tradicionais em separado.

2.1.10 Pitler and Nenkova

Emily Pitler e Ani Nenkova (Pitler & Nenkova, 2008) tinham como objetivo calcular o grau de

dificuldade de leitura de textos do jornal “Wall Street Journal”, destinado, principalmente, a um público

adulto. Segundo os autores, foi o primeiro estudo nesta área que teve em consideração uma variedade

de fatores linguı́sticos, combinando recursos lexicais, sintáticos e caraterı́sticas do discurso para realizar

esta tarefa. Os autores analisaram fatores de inteligibilidade como o vocabulário, a sintaxe, a coesão, a

coerência e relações entre os elementos do discurso (em inglês, discourse relations), concluindo que:

“We study the association between these features and reader assigned readability ra-

tings, showing that discourse and vocabulary are the factors most strongly linked to text

quality. In the easier task of text quality ranking, entity coherence and syntax features also

become significant and the combination of features allows for ranking prediction accuracy

of 88%.”

Além da utilização de recursos lexicais (como, entre outros, a frequência, o comprimento e o número

de sı́labas de palavras) e sintáticos (por exemplo, o comprimento das frases, a profundidade da árvore

de análise e o número de frases na voz passiva) já empregues nos algoritmos anteriormente descritos

neste estudo, os autores recorreram à coerência do texto. Texto coerente é caraterizado por vários tipos

de ligações entre os seus elementos ou partes, que facilitam a compreensão do texto (Halliday & Hasan,

1976).

A coerência de um texto pode ser influenciada pela ordem de como a informação se encontra ex-

posta para o leitor e a forma como as referências a entidades aparecem num texto. A melhor estratégia

para ordenar a informação de um texto é evitar mudanças bruscas (em inglês, rough shifts) (Karamanis,

2007), ou seja, sequências de frases que não contenham entidades em comum. Para cada frase, as enti-

dades foram identificadas como sujeito (S), objeto (O), outro (X) (por exemplo, no caso de um sintagma

preposicional) ou não presente (N). Para esta identificação recorreram à ferramenta “Brown Coherence

Toolkit”7. Depois, calculou-se a probabilidade de cada transição, por exemplo as transições S-N ocorrem

7http://cs.brown.edu/˜melsner/manual.html (consultado em Dez. 2013).
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sempre que a entidade assume a forma de sujeito numa frase e na frase seguinte, a mesma entidade, não

se encontra presente. A esta medida designa-se o nome de coerência de entidades (em inglês, entity

coherence.)

Outro fator utilizado para medir a coerência textual são as relações entre os elementos do discurso.

Este fator descreve como é que dois segmentos do discurso estão conectados logicamente entre eles.

Geralmente existem dois tipos de relações entre os elementos do discurso: relações explı́citas, isto é,

relações que estão marcadas por conetores do discurso (por exemplo, pelas palavras mas e porque); e

relações implı́citas, ou seja, relação não assinalada por conectores do discurso. Para o cálculo deste fator

recorreram ao corpus “Penn Discourse Treebank”8 (Prasad et al., 2008) (PDTB), que disponibiliza uma

grande quantidade de recursos anotados relativamente às relações entre os elementos do discurso para

relações implı́citas entre frases adjacentes e explı́citas.

As caracterı́sticas relativas ao vocabulário foram extraı́das através do modelo de lı́ngua de uni-

gramas. Os modelos foram treinados com base em dois corpus de textos. Um era constituı́do pelos

textos presentes no jornal de “Wall Street” (WSJ) e o outro por textos extraı́dos de uma coleção geral

de notı́cias da “Associated Press (AP)” (NEWS), agência multinacional americana de notı́cias sem fins

lucrativos com sede em Nova York.

Em suma, o estudo baseou-se em medidas base de referência (em inglês, baselines measures), no voca-

bulário, nas caraterı́sticas sintáticas, na coerência lexical, na coerência de entidades e nas relações entre

os elementos do discurso. Estas seis classes de fatores têm sido discutidas na literatura como fatores que

afetam a inteligibilidade. Segundo os testes estatı́sticos efetuados foram identificados os fatores indivi-

duais que se encontram mais correlacionados com a inteligibilidade em inglês. De seguida apresenta-se

uma listagem desses fatores e dos respetivos coeficientes de correlação de Person (ρ)) com o nı́vel de inteli-

gibilidade:

1. Logaritmo da probabilidade (em inglês, log likelihood LogL) das relações entre os elementos do discurso

(ρ= 0,4835);

2. LogL, de acordo com um modelo de lı́ngua, calculados com base no corpus NEWS (ρ= 0,4497);

3. Número médio de sintagmas verbais por frase (ρ= 0,4213);

4. LogL, de acordo com um modelo de lı́ngua, calculados com base no corpus WSJ (ρ= 0,3723);

5. Comprimento do texto (ρ= 0,3713).

Ou seja, o vocabulário (fatores 2 e 4 anteriores) e os conetores de discurso são caraterı́sticas fortes na

inteligibilidade, seguido pelo número médio de sintagmas verbais por frase e o comprimento do texto.

8http://www.seas.upenn.edu/˜pdtb (consultado em Dez. 2013).
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Em vez de tratar a inteligibilidade de cada texto individualmente, consideraram-se pares de docu-

mentos e tentaram prever qual o melhor para o estudo em causa, isto é, o que tinha o nı́vel de inteligi-

bilidade mais baixo. Assim, para classificar cada par de textos com nı́veis de dificuldade de 1 a 5, com a

diferença de pelo menos 0,5, utilizou-se a implementação dos algoritmos de aprendizagem de máquinas

de vetores de suporte (SVM), disponı́veis na ferramenta de aprendizagem automática WEKA (Boucka-

ert et al., 2013). O desempenho foi feito mediante a avaliação cruzada com dez partições (em inglês, 10-fold

cross-validation). Ao todo foram utilizados 243 exemplos, cujo resultados se encontram na tabela 2.12.

Caraterı́stica Exatidão

Todas 88,88%
LogL das relações entre os elementos do discurso 77,77%
Número de relações entre os elementos do discurso 74,07%
Transições N-O 70,78%
Transições O-N 69,95%
LogL NEWS 66,25%
Comprimento do texto 65,84%
Apenas coerência de entidades 79,42%
Apenas discurso 77,34%
Apenas sintaxe 74,07%
Apenas vocabulário 66,66%
Apenas comprimento 65,84%
Apenas coesão 64,60%
Sem coesão 89,30%
Sem vocabulário 88,88%
Sem comprimento 88,47%
Sem discurso 88,06%
Sem coerência de entidades 84,36%
Sem sintaxe 82,71%

Tabela 2.12: Resultados obtidos usando SVMs

2.1.11 Resumo

Nos estudos relacionados com o problema de classificação de textos relativamente ao nı́vel de inte-

ligibilidade, algumas das primeiras abordagens apresentadas baseiam-se em caraterı́sticas simples dos

documentos, como, por exemplo, o tamanho médio das frases, o número médio de sı́labas por pala-

vras. Tal é o caso das fórmulas Flesch Reading Ease (Flesch, 1943), Fog Index (Gunning, 1952, 1969), Fry

Graph (Fry, 1968) e SMOG (McLaughlin, 1969). Estas fórmulas não tomam em consideração o conteúdo

dos documentos. Alguns métodos posteriores usaram listas de palavras pré-determinadas para classi-

ficar textos quanto ao nı́vel de inteligibilidade, nomeadamente as fórmulas Dale-Chall (Dale & Chall,

1948) e Lexile (Stenner, 1996; Lennon & Burdick, 2004). Mais recentemente, começaram a utilizar-se mo-

delos de lı́ngua para classificar a inteligibilidade dos textos. A abordagem de Collins-Thompson & Cal-

lan (Thompson & Callan, 2004) treina modelos de lı́ngua baseados em unigramas para prever a inteligi-

bilidade dos textos. A abordagem de Schwarm e Ostendorf (Schwarm & Ostendorf, 2005) acrescentou
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aos modelos de lı́ngua o uso de algumas caraterı́sticas sintáticas. Por fim, é apresentado a abordagem

de Pitler e Nenkova (Pitler & Nenkova, 2008) que recorreu a uma variedade de fatores linguı́sticos, com-

binando recursos lexicais, sintáticos e caraterı́sticas do discurso para a classificação da inteligibilidade

do texto. A tabela 2.13 resume os parâmetros utilizados para a construção do classificador e os métodos

utilizados na sua avaliação.

Medida Ano Parâmetros Métricas de avaliação

Flesch Reading Ease 1943 Número médio de sı́labas
por palavra e comprimento
médio das frases

Coeficiente de correlação de
Pearson

Dale-Chall 1948 Percentagem de palavras
difı́ceis (palavras fora da
lista de palavras de Dale-
Chall) e comprimento médio
das frases

Coeficiente de correlação de
Pearson

Fog Index 1952 Percentagem de palavras po-
lissilábicas e comprimento
médio das frases

Coeficiente de correlação de
Pearson

Fry Graph 1968 Número de sı́labas e número
de frases

Coeficiente de correlação de
Pearson

SMOG 1969 Número de palavras polis-
silábicas

Coeficiente de correlação de
Pearson e erro padrão

Flesch-Kincaid 1975 Número médio de sı́labas
por palavra e comprimento
médio das frases

Sem dados

Lexile 1988 Frequência de palavras e
comprimento médio das fra-
ses

Coeficiente de correlação de
Pearson

Collins-
Thompson
& Callan

2004 Modelo de lı́ngua baseado
em unigramas

Coeficiente de correlação de
Pearson e erro quadrático
médio (MSE)

Schwarm
and Ostendorf

2005 Modelo de lı́ngua baseado
em n-gramas, comprimento
médio das frases, SBARs,
profundidade da árvore de
análise sintática, ...

Curva de erro de deteção
de compensação (DET), pre-
cisão e abrangência

Pitler and Nenkova 2008 Modelo de lı́ngua baseado
em unigramas, relações en-
tre os elementos do discurso,
sintagmas verbais, compri-
mento do texto, ...

Coeficiente de correlação de
Pearson e exatidão

Tabela 2.13: Resumo das abordagens

2.2 Sistemas

A maior parte dos sistemas desenvolvidos com a finalidade de medir a complexidade de um texto

usam variações dos algoritmos apresentados.
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Os sistemas apresentados neste documento são: REAP.PT (2009), Coh-Metrix-Port (2010), TextEva-

luator (2013) e LX-CEFR (2014).

2.2.1 REAP.PT

O REAP.PT9 (Marujo et al., 2009; Pellegrini et al., 2012) (REAder-specific Pratice for Portuguese) é

um sistema de apoio à aprendizagem (em inglês, tutoring system) especialmente desenvolvido para a lı́ngua

portuguesa, tendo sido adaptado a partir do sistema REAP (Brown & Eskenazi, 2004; Collins-Thompson

& Callan, 2004) originalmente concebido para o ensino de Inglês como segunda lı́ngua. O REAP.PT

recolhe a partir da internet documentos adequados para treinar a compreensão de textos e desenvolvera

aquisição de vocabulário por parte do utilizador.

O sistema REAP.PT baseia o cálculo da inteligibilidade de um texto em caraterı́sticas lexicais, tais

como as frequências de palavras nele usadas. Esta frequência é capturada por um modelo de lı́ngua

baseado em unigramas. Para a contrução do modelo, utilizou-se a implementação do algoritmo de

aprendizagem de máquinas de vetores de suporte (SVM) disponı́veis na ferramenta WEKA.

Deste modo, quando o estudante usa o REAP.PT, o sistema procura documentos que satisfaçam um

número de restrições, incluindo a lista de vocabulário do estudante, o seu modelo de utilizador e o seu

nı́vel de leitura. O REAP.PT assinala, nos textos fornecidos ao estudante, um conjunto de palavras da

lista de palavras de vocabulário académico do português (Baptista, Costa, et al., 2010) (em inglês, Portuguese

Academic Word List (P-AWL)). Normalmente, os documentos escolhidos têm uma a duas páginas de

extensão. Quando o estudante termina a leitura de um documento, o sistema apresenta uma série de

exercı́cios de escolha múltipla, baseados no vocabulário assinalado no documento. Os exercı́cios de

escolha múltipla são gerados automaticamente (Correia et al., 2012). O sistema atualiza o modelo do

estudante depois da leitura de cada documento, permitindo que, na próxima seleção de textos de leitura,

o documento escolhido pelo sistema seja o mais adequado ao estudante.

A interface do sistema tem vários recursos que melhoram a experiência de aprendizagem do estu-

dante. Tem a capacidade de fornecer passagens especı́ficas para o leitor consultando perfis que mode-

lam o nı́vel de leitura do leitor, os seus tópicos favoritos e os seus conhecimentos do vocabulário. Uma

caraterı́stica-chave da interface é providenciar aos utilizadores a possibilidade de ouvirem qualquer pa-

lavra ou sequência de palavras que apareça no documento, recorrendo ao uso do sintetizador de fala

DIXI (Paulo et al., 2008) para, em tempo real, sintetizar essas expressões em português europeu. Adici-

onalmente, os estudantes podem consultar a definição de qualquer palavra que encontrem na leitura de

um documento, usando um dicionário incorporado na interface. Para além das capacidades menciona-

das, o sistema também destaca automaticamente numa determinada leitura as palavras escolhidas para

9http://call.l2f.inesc-id.pt/reap.public (consultado em Out. 2013).
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uma aprendizagem de vocabulário.

Este sistema tem um componente de documentos multimédia que consiste em gravações prévias de

leituras de livros (em inglês, pre-recorded digital talking books (DTB)) e de emissões de notı́cias provenientes do

noticiário (em inglês, broadcast news (BN) stories). Estes tipo de documentos são legendados pelo sistema

de reconhecimento automático de fala (em inglês, automatic speech recognition system (ASR)) AUDIMUS (Mei-

nedo et al., 2008). A integração de documentos multimédia é uma forma diferente de um estudante se

familiarizar com a lı́ngua portuguesa. Outro aspeto importante deste componente é que pode ser usado

por utilizadores com problemas de visão ou com dislexia.

Existe, também, um conjunto de jogos para estimular a aprendizagem da lı́ngua portuguesa através

de uma maior interação com o estudante, como o REAP Sintático com exercı́cios sintáticos e semânticos,

o REAP Pictórico com exercı́cios focados no uso de verbos e proposições locativas, usados para exprimir

relações espaciais entre objetos e predicados de movimentos/manipulação de objetos.

As métricas utilizadas para a avaliação do classificador da inteligibilidade de textos foram a raiz

do erro quadrático (em inglês, root mean square error (RMSE)), o coeficiente de correlação de Pearson e a

exatidão adjacente (em inglês, adjacent accuracy) com 1 nı́vel de dificuldade.

A métrica RMSE é utilizada para medir a diferença entre os valores observados e os valores espe-

rados. Neste trabalho, pode ser entendida como o número médio de nı́veis de dificuldade em que o

resultado obtido difere da medição manual da inteligibilidade dos textos.

A exatidão adjacente com 1 nı́vel de dificuldade consiste na percentagem de resultados obtidos que

são iguais ou que diferem apenas de 1 nı́vel dos resultados esperados. A medição simples da exatidão

(em inglês, accuracy) do sistema é uma medida demasiado exigente para o problema em causa, uma

vez que a inteligibilidade atribuı́da manualmente aos textos pode não ser sempre consistente. Além

disso, o principal problema da medida exatidão é que ignora se os resultados diferem 1 nı́vel ou mais,

questão que é importante ter em conta para avaliar se o classificador apresenta resultados aceitáveis ou

resultados de classificação completamente errados.

Devido à pouca quantidade de materiais para o treino, o classificador foi treinado um corpus de

textos de manuais escolares, adaptando-se uma escala com base nos nı́veis de ensino, do 5o ao 12o ano

de escolaridade. O corpus de treino e teste era constituı́do por 47 livros de textos e livros de exercı́cios

(o número de livros por nı́vel escolar pode ser observado na tabela 2.14). O conjunto de teste Held-out é

formado por um livro de cada nı́vel de ensino escolar. O conjunto de teste de exames nacionais foi com-

posto por exames nacionais10 do nı́vel seis, nove e doze (5, 7 e 6 enunciados de exame, respetivamente).

Na tabela 2.15 apresenta-se os resultados.

10http://www.gave.min-edu.pt (consultado em Dez. 2013)
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Nı́vel escolar Número de Livros
5 5
6 6
7 6
8 5
9 7
10 8
11 5
12 5

Tabela 2.14: Número de livros por nı́vel de escolaridade

Conjunto de dados Correlação RMSE Exatidão adjacente

Cross-validation 0,956 0,676 0,876
Held-out 0,994 0,448 1,000
Exames 0,898 1,450 0,550

Tabela 2.15: Avaliação do classificador de inteligibilidade

2.2.2 Coh-Metrix-Port

Coh-Metrix-Port11 (Scarton & Aluı́sio, 2010) é uma ferramenta online que calcula parâmetros para

medir a coesão, a coerência e a dificuldade de um texto. Especialmente desenvolvido para o português

do Brasil, foi adaptado a partir do sistema Coh-Metrix12 (Graesser et al., 2004; McNamara et al., 2010),

originalmente desenvolvido para a lı́ngua inglesa. O Coh-Metrix-Port foi desenvolvido pela Univer-

sidade de São Paulo (USP) e pelo Núcleo Interinstitucional de Linguı́stica Computacional13 (NILC)

no âmbito do projeto PorSimples14. O objetivo principal no desenvolvimento desta ferramenta foi a

identificação de parâmetros de complexidade textual para a simplificação de textos e facilitação do

acesso à informação para analfabetos e pessoas com deficiências cognitivas. Ou seja, a ferramenta

apenas permite o cálculo de parâmetros mas é utilizada para a análise de inteligibilidade de textos,

distinguindo principalmente textos complexos de textos simples.

Ao contrário das fórmulas tradicionais de inteligibilidade, Coh-Metrix-Port tem em conta cara-

terı́sticas da lı́ngua e a coesão textual. Este sistema analisa a inteligibilidade de um texto com base

em quarenta e uma métricas. O sistema é composto por módulos que recorrem a analisadores lexicais,

morfológicos e sintáticos, corpus, representação estatı́stica do conhecimento, entre outros componentes.

Todos os módulos utilizados pelo sistema estão centralizados numa unidade web. Para a extração de

hiperónimos utilizam a Wordnet de Princeton15. A ferramenta é gratuita e pode ser acedida online. O uti-

lizador preenche a informação sobre o texto que pretende analisar, como tı́tulo, o tipo de fonte, género,

11http://www.nilc.icmc.usp.br:3000 (consultado em Dez. 2013).
12http://cohmetrix.memphis.edu (consultado em Dez. 2013).
13http://www.nilc.icmc.usp.br/nilc/index.php (consultado em Dez. 2013).
14http://nilc.icmc.usp.br/porsimples/index.php/Principal (consultado em Dez. 2013).
15http://wordnet.princeton.edu (consultado em Dez. 2013).

25



escala pretendia, entre outros. Depois de submeter o pedido ao sistema, este apresenta os resultados

obtidos, como mostra a figura 2.4.

Figura 2.4: Coh-Metrix interface
Fonte: http://www.nilc.icmc.usp.br:3000

Uma das aplicações desta ferramenta foi a avaliação de textos jornalı́sticos para adultos e sua versão

para crianças (textos reescritos), mostrando as diferenças entre textos supostamente complexos e textos

simples. Para isso foram utilizados quatro corpus provenientes das seguintes fontes: jornal Zero Hora16

(ZH) , jornal Zero Hora da secção Para o Seu Filho Ler (PSFL), revista Ciência Hoje17 (CH) e revista Ciência

Hoje das Crianças18 (CHC). O corpus ZH é composto por 166 textos jornalı́sticos dos anos de 2006 a 2007.

Estes textos são destinados a adultos, por isso recorreram a uma secção do jornal Zero Hora de textos

rescritos para crianças dos 7 aos 10 anos de idade, usando 166 textos que formaram o corpus PSFL. O

corpus CH é constituı́do por 130 textos cientı́ficos da revista Ciência Hoje dos anos 2006, 2007 e 2008. O

corpus CHC é formado por 127 textos cientı́ficos da revista Ciência Hoje das Crianças (anos 2006, 2007 e

2008), que tem como alvo crianças entre os 8 e 14 anos de idade. O corpus ZH e CH são considerados

complexos, uma vez que são destinados a adultos. Os outros dois são considerados simples. O corpus

utilizado para a avaliação do Coh-Metrix-Port é constituı́do por textos do ZH, PSFL, CH e CHC.

16http://zerohora.clicrbs.com.br (consultado em Dez. 2013).
17http://cienciahoje.uol.com.br/revista-ch (consultado em Dez. 2013).
18http://chc.cienciahoje.uol.com.br (consultado em Dez. 2013).
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Para avaliar a contribuição das métricas do Coh-Metrix-Port na classificação de textos simples e

complexos utilizaram a ferramenta WEKA com o algoritmo de seleção de atributos InfoGainAttribute-

Eval19. Esta avaliação foi efetuada em três cenários distintos. O primeiro com os corpus ZH e PSFL.

O segundo com os corpus CHC e CH. Por fim, o último, com todos os quatro corpus. Os resultados

encontram-se nas figuras 2.5, 2.6 e 2.7, respetivamente.

Figura 2.5: Ordem de importância das dez métricas que se destacaram do Coh-Metrix-Port utilizando
os corpus ZH e PSFL

Fonte: (Scarton & Aluı́sio, 2010)

Figura 2.6: Ordem de importância das dez métricas que se destacaram do Coh-Metrix-Port utilizando
os corpus CH e CHC

Fonte: (Scarton & Aluı́sio, 2010)

Conclui-se nos três casos que as métricas que mais influenciam a classificação foram as contagens

(número de palavras, número de frases, sı́labas por palavra, ...) e o ı́ndice de Flesh (Fórmula Flesch

Reading Ease para o português do Brasil, secção 2.1.1). Porém, métricas como os pronomes por sin-

tagmas (dividir o número de pronomes que aparecem no texto pelo número de sintagmas nominais),

frequência de substantivos (dividir número de substantivos pela milésima parte do número de palavras20)

e frequência de verbos (dividir o número de verbos no texto pela milésima parte do número de palavras)

também contribuem significativamente para a classificação. Os resultados apresentados estão apenas

focados nas dez métricas que se destacaram nas avaliações. Porém, os resultados das avaliações (Scar-

ton & Aluı́sio, 2010) apresentam-se para as quarenta e uma métricas utilizadas. Por exemplo, a métrica

19http://weka.sourceforge.net/doc.stable/weka/attributeSelection/InfoGainAttributeEval.html

(consultado em Dez. 2013).
20Número de palavras/1000.
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Figura 2.7: Ordem de importância das dez métricas que se destacaram do Coh-Metrix-Port utilizando
os corpus ZH, PSFL, CH e CHC

Fonte: (Scarton & Aluı́sio, 2010)

relativa ao número de conetores do discurso tem como motivação linguı́stica o facto da sua utilização

permitir uma maior coesão textual, facilitando a compreensão do texto. Para a extração de conetores do

discurso utilizaram uma lista com em duas dimensões. A primeira dimensão divide os conectivos em

positivos e negativos (conectivos positivos estendem eventos, enquanto que conectivos negativos pa-

ram eventos). A segunda dimensão divide os conectivos de acordo com o seu tipo (aditivos, temporais,

etc.).

Para avaliar o classificador de textos desenvolvido utilizou-se a implementação dos algoritmos de

aprendizagem de máquinas de vetores de suporte (SVM), disponı́vel na ferramenta de aprendizagem

automática WEKA, realizaram-se nove classificadores com caraterı́sticas diferentes e compararam-se os

valores da medida-F (em inglês, F-measure) alcançados para cada classificador (figura 2.8).

Figura 2.8: Valores de medida-F dos nove classificadores testados
Fonte: (Scarton & Aluı́sio, 2010)

Os nove classificadores foram formados por uma diferente combinação de parâmetros e de corpus

utilizados para o seu treino. As três abordagem de parâmetros foram:
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• Classificação somente com no ı́ndice Flesch e suas componentes (número de palavras, número de

frases, palavras por frases e sı́labas por palavras);

• Classificação com as métricas do Coh-Metrix-Port sem o ı́ndice de Flesch;

• Classificação com todas as métricas (Coh-Metrix-Port+Flesch).

As três abordagens para os corpus de treino foram:

• Utilização dos quatro corpus;

• Utilização dos corpus ZH+PSFL;

• Utilização dos corpus CH+CHC.

Desta avaliação conclui-se que a utilização das métricas do Coh-Metrix-Port (com o ı́ndice de Flesch)

melhoram os resultados dos classificadores.

2.2.3 TextEvaluator

TextEvaluator21 (Sheehan et al., 2013) é um sistema automático de análise de texto, desenvolvido

pelo Educational Testing Service (ETS)22. O sistema tem como finalidade ajudar os professores a avaliar

caraterı́sticas de complexidade dos materiais selecionados para o ensino. Para a medição do nı́vel de di-

ficuldade dos textos, este sistema aplica uma variedade de técnicas de processamento da lı́ngua natural

para extrair informações (figura 2.9) a partir do texto, nomeadamente quanto aos seguintes aspetos:

1. Estrutura das frases: complexidade sintática;

2. Dificuldade do vocabulário: vocabulário académico, palavras não-familiares e o nı́vel de abstração

do vocabulário;

3. Conexões entre ideias: coesão lexical, estilo conversacional (em inglês, interactive/conversational style)

e nı́vel de argumentação;

4. Organização: narratividade (em inglês, narrativity).

O sistema também providencia algumas estatı́sticas recolhidas do texto, assim como os valores

atribuı́dos a cada informação calculada e presente na lista anterior. Estes dados podem ajudar o utiliza-

dor a compreender e a comparar a complexidade de documentos.

21TextEvaluator anteriormente designava-se por SourceRater, https://texteval-pilot.ets.org/TextEvaluator (con-
sultado em Dez. 2013).

22http://www.ets.org (consultado em Dez. 2013).
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Figura 2.9: Exemplo de resultados do TextEvaluator
Fonte: https://texteval-pilot.ets.org/TextEvaluator

Para o treino do sistema recorreu-se a um corpus formado por 934 textos do conjunto de textos da

“Common Core State Standards”23 (CCSS) para a lı́ngua inglesa. A CCSS fornece padrões que refletem

o conhecimento e as capacidades que os jovens precisam de ter para o sucesso no ensino e nas suas

carreiras. Os textos da CCSS encontram-se previamente identificados manualmente quanto ao seu nı́vel

escolar e tipo (informativo, literal ou misto). Considera-se textos de tipo informativo os textos de jornais

e de tipo literal os textos de contos populares e de histórias. Esta separação de tipos foi efetuada porque

textos de diferentes tipos têm caraterı́sticas diferentes, nomeadamente quanto ao vocabulário utilizado.

O corpus utilizado para a validação do sistema é constituı́do por 168 textos também retirados da CCSS.

Para a avaliação do classificador de textos quanto à sua inteligibilidade utilizaram o coeficiente de

correlação de postos de Spearman24 (em inglês, Spearman rank order correlation) entre o nı́vel escolar resul-

tante do classificador e o nı́vel atribuı́do manualmente (tabela 2.16). O coeficiente de correlação de postos

de Spearman mede a relação entre duas variáveis, sem fazer quaisquer suposições sobre a distribuição

da frequência das variáveis (ao contrário do coeficiente de correlação de Pearson). Além desta medida,

estimaram os valores para um limite de 95% de confiança através da transformação de Fisher (em inglês,

Fisher’s z’ transformation) do coeficiente de correlação. A transformação de Fisher transforma os valores

de correlação numa variável z que segue uma distribuição normal (ou Gaussiana), permitindo calcular

intervalos de confiança. Para ter meios de comparação, esta medida foi calculada para o REAP e para o

Lexile.

23http://www.corestandards.org/ELA-Literacy (consultado em Dez. 2013).
24http://pt.wikipedia.org/wiki/Coeficiente\_de\_correla\%C3\%A7\%C3\%A3o\_de\_postos\_de\

_Spearman (consultado em Dez. 2013).
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Sistema Limite inferior a 95% Coeficiente de correlação Limite superior a 95%

TextEvaluator 0,683 0,760 0,814
REAP 0,427 0,540 0,641
Lexile 0,380 0,500 0,607

Tabela 2.16: Correlação entre o nı́vel escolar resultante do classificador e o nı́vel atribuı́do manualmente

2.2.4 LX-CEFR

O LX-CEFR25 (Branco et al., 2014) é um sistema online para análise quantitativa de diversas métricas

linguı́sticas de forma a ajudar a classificação de excertos de texto escritos em português europeu usados

na aferição dos conhecimentos e competências necessários para a realização dos exames, segundo a es-

cala de cinco nı́veis de proficiência do português como segunda lı́ngua definida pelo QuaREPE (Grosso

et al., 2011a, 2011b) (A1, A2, B1, B2 e C1). Este sistema pode também ser utilizado por alunos para

verificar se um texto é apropriado para as suas capacidades de leitura.

Figura 2.10: Exemplo de resultados do LX-CEFR
Fonte: (Branco et al., 2014)

Este sistema, desenvolvido pelo NLX-Grupo de Fala e Linguagem Natural do Departamento de

Informática da Universidade de Lisboa, apresenta como resultado quinze caracterı́sticas linguı́sticas,

como por exemplo, o número de letras, sı́labas e palavras; o número de orações subordinativas e pas-

sivas; número de nomes, verbos e preposições; o número de palavras que ocorrem apenas uma vez no

texto; entre outras (figura 2.10). Apesar do conjunto de quinze caracterı́sticas extraı́das, a medição do

nı́vel de dificuldade dos textos tem em consideração apenas quatro caracterı́sticas:

1. Fórmula de Flesch Reading Ease (secção 2.1.1);

2. Frequência de nomes;

25http://nlx.di.fc.ul.pt/˜jrodrigues/camoes/indexLXCENTER.html?exemplo (consultado em Outubro 2014)
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3. Número médio de sı́labas por palavras;

4. Número médio de palavras por frase.

Para o treino do sistema recorreu-se a um corpus formado por 125 textos, contendo ao todo 690

frases e 12 231 palavras, retirados de exames realizados e previamente classificados quanto ao seu nı́vel

de inteligibilidade segundo a escala de cinco nı́veis definida pelo QuaREPE.

Para avaliar o desempenho do classificador de textos quanto à sua inteligibilidade foram realizadas

duas avaliações distintas. Em ambas, a métrica foi a exatidão (em inglês, accuracy). Na primeira avaliação,

o desempenho foi medido através da avaliação cruzada de dez partições (em inglês, 10-fold cross-validation)

recorrendo a 125 textos.

Figura 2.11: Número de textos atribuı́dos a cada nı́vel de inteligibilidade por cada anotador
Fonte: (Branco et al., 2014)

Para a segunda avaliação, os autores comprovaram a dificuldade da tarefa de classificação de textos

quanto ao seu nı́vel de inteligibilidade, através da reclassificação do corpus inicial por cinco anotadores

humanos, especialistas na área de lı́ngua e treinados em selecionar e classificar textos, de acordo com

os cinco nı́veis de proficiência do QuaREPE. A figura 2.11 apresenta a distribuição do número de textos

atribuı́dos a cada nı́vel de inteligibilidade por cada anotador.

A dificuldade da tarefa de classificação foi comprovada pelo facto de apenas um texto (0,90% dos

textos) receber uma classificação unânime, enquanto 17,27% receberam a mesma classificação por pelo

menos 4 anotadores e 67,27% por pelo menos 3 anotadores. Além destes resultados, chegou-se a um

valor de 0,13 de concordância inter-anotador obtido pelo coeficiente kappa de Fleiss (em inglês, Fleiss’

kappa coefficient) (Fleiss, 1981), o que corresponde a uma concordância muito fraca, de acordo com (Landis

& Koch, 1977).

32



Através da reclassificação do corpus inicial e tomando em consideração os textos com a mesma

classificação dada pelos três anotadores que obtiveram maiores valores de concordância foi criado um

corpus constituı́do por 84 textos (67,27%). Este corpus foi utilizado para a segunda avaliação recorrendo

à avaliação cruzada de dez partições (em inglês, 10-fold cross-validation). A figura 2.12 apresenta os resultados

atingidos em ambas as avaliações.

Figura 2.12: Avaliação do LX-CEFR
Fonte: (Branco et al., 2014)

Em ambas as avaliações, a avaliação cruzada de dez partições foi realizada para cada uma das

quatro caracterı́sticas utilizadas na classificação de textos. Por exemplo, através da interpretação da

figura 2.12 para a caracterı́stica relativa ao número médio de sı́labas por palavras, conclui-se que na

primeira avaliação efetuada apenas 9% dos 125 textos foram classificados corretamente, enquanto na

segunda avaliação foram classificado corretamente 29% dos 84 textos.

2.2.5 Resumo

O REAP.PT (Marujo et al., 2009; Pellegrini et al., 2012) é um sistema de apoio à aprendizagem, desenvol-

vido para a variante europeia da lı́ngua portuguesa. Utiliza um classificador para avaliar a inteligibili-

dade dos textos associando-os a uma escala de 8 nı́veis, numerados de 5 a 12, e que corresponde ao nı́vel

de escolaridade dos materiais de treino/teste utilizados. Por outro lado, o Coh-Metrix-Port (Scarton &

Aluı́sio, 2010) é uma ferramenta que calcula parâmetros para medir a coesão, a coerência e a dificul-

dade de um texto, tendo sido desenvolvido para o português do Brasil. Com base numa ferramenta, foi
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apresentado um classificador para avaliar os textos em dois grupos: simples ou complexo. De seguida,

apresentou-se o TextEvaluator (Sheehan et al., 2013) que é um sistema automático de análise de tex-

tos, desenvolvido para a lı́ngua inglesa. Este sistema tem como objetivo ajudar os professores a avaliar

as caracterı́sticas de complexidade dos materiais selecionados para o ensino. Utiliza um classificador

para avaliar a inteligibilidade dos textos associando-os ao seu nı́vel de escolaridade. Por fim, o LX-

CEFR (Branco et al., 2014) é um sistema online para análise quantitativa de diversas métricas linguı́sticas,

e usado para apoio à classificação de excertos de texto escritos em português europeu. Este sistema ava-

lia a inteligibilidade dos textos segundo a escala de cinco nı́veis de proficiência do português como

segunda lı́ngua definida pelo QuaREPE (Grosso et al., 2011a, 2011b) (A1, A2, B1, B2 e C1), tendo assim

um maior nı́vel de semelhança com o classificador que se desenvolveu neste trabalho. É importante

notar que o sistema LX-CEFR e o trabalho apresentado neste documento realizaram-se independente-

mente mas em simultâneo este ano. A tabela 2.17 resume os parâmetros utilizados para a construção do

classificador e os métodos de avaliação.

Sistema Parâmetros Métricas de avaliação

REAP.PT Modelo de lı́ngua baseado em
unigramas

RMSE, exatidão adjacente e coe-
ficiente de correlação de Pearson

Coh-Metrix-Port 41 métricas, destacou-se: ı́ndice
de Flesch; contagens; número
de pronomes por sintagmas;
frequência de substantivos;
frequência de verbos

medida-F

TextEvaluator Complexidade sintática, dificul-
dade do vocabulário, conexões
entre ideias e narratividade

Coeficiente de correlação de
Spearman, transformação de
Fisher e limite de confiança 95%

LX-CEFR Fórmula de Flesch Reading
Ease, frequência de nomes,
número médio de sı́labas por
palavras e número médio de
palavras por frase

Exatidão

Tabela 2.17: Resumo dos sistemas
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3Corpora
Este capı́tulo apresenta o corpus de onde foram retirados os dados de frequência de palavras

(secção 3.1) utilizados na caracterização do vocabulário presente nos textos. Seguidamente, descreve

os corpora de inteligibilidade (secção 3.2) usados para o desenvolvimento das diversas experiências de

criação de classificadores de inteligibilidade para textos escritos em português europeu.

3.1 Corpus de frequên
ias de palavras

Para a análise do vocabulário presente nos textos, recorreu-se aos dados de frequência de pala-

vras para o português europeu disponibilizados pelo projeto AC/DC acessı́veis na Linguateca1. A sua

construção derivou de 13 corpora de textos presentes na tabela 3.12, contendo atualmente 1 205 913 pala-

vras diferentes3.

Corpus No de palavras No de frases

Avante! 6 762 503 212 183
CD HAREM 119 692 6 446
CETEMPúblico 191 274 451 8 128 620
CHAVE 62 558 170 2 497 348
Colonia 2 388 827 858 57
CONDIVport 3 333 482 153 731
DiaCLAV 6 551 019 210 373
ECI-EE 27 130 839
ENPCPUB 32 201 1 965
FrasesPP 16 236 676
Museu da Pessoa 366 567 24 006
Natura/Minho 1 748 636 69 099
Vercial 14 712 121 950 980

Tabela 3.1: Corpora utilizado para a construção de corpus de frequências

1Centro de recursos distribuı́do para o processamento computacional da lı́ngua portuguesa, http://www.linguateca.pt
(consultado em Julho 2013).

2As informações presentes foram consultadas em http://www.linguateca.pt/ACDC (consultado em Julho 2013)
3Esta lista de palavras contém a frequência de palavras com erros ortográficos, como por exemplo, o registo de 30 ocorrências

da palavra “àguas” ou 11 vezes da palavra “pràticamente”.



3.2 Corpora de Inteligibilidade

Os corpora de inteligibilidade são constituı́do por um conjunto de textos previamente classificados

quanto à sua inteligibilidade. Foi utilizado o corpus proveniente do Instituto Camões4, um conjunto de

textos retirados dos manuais escolares de Português do 5o ao 12o ano da Porto Editora e um conjunto

de enunciados de exames nacionais.

3.2.1 Corpus de textos do Instituto Camões

Os textos disponibilizados pelo Instituto Camões provêm de testes e exames já realizados, bem

como de materiais de apoio ao ensino do Português. A classificação manual da inteligibilidade dos tex-

tos tem em consideração as competências de leitura/compreensão, e é baseada no Quadro de Referência

para o Ensino Português no Estrangeiro (QuaREPE)5 (Grosso et al., 2011a, 2011b), que adopta uma escala

em 5 nı́veis: A1, A2, B1, B2 e C1.

Com a realização dos testes e exames ao longo do ano, o Instituto Camões foi disponibilizando mais

textos para o desenvolvimento do classificador de inteligibilidade. Ao todo, o corpus contém atualmente

237 textos. A tabela 3.2 apresenta a distribuição do corpus por cada nı́vel de inteligibilidade. É possı́vel

verificar que a distribuição dos textos do corpus pelos diversos nı́veis não é uniforme, já que a maioria

(57%) pertencem ao nı́vel de inteligibilidade B1. Os nı́veis de inteligibilidade com menor número de

textos são o B2 e o C1, representando 6% e 8%, respetivamente, do número total de textos presentes no

corpus.

A1 % A2 % B1 % B2 % C1 % Total

# Textos 29 12,2 39 16,5 136 57,4 14 5,9 19 8,0 237
# Frases 184 11,9 384 24,7 535 34,5 199 12,8 250 16,1 1 552
# Palavras 2 655 10,3 5 010 19,4 9 407 36,3 3 702 14,2 5 114 19,8 25 888

Tabela 3.2: Distribuição dos textos do corpus do Instituto Camões por nı́vel de proficiência

3.2.1.1 Reclassificação manual do corpus

A fim de comparar a classificação manual realizada nos textos do corpos do Instituto Camões com

outros anotadores humanos especialistas na área e, consequentemente, averiguar a dificuldade da tarefa

em si, foi efetuada uma nova anotação do corpus fornecido pelo Instituto Camões.

4http://www.instituto-camoes.pt (consultado em Julho 2013).
5http://www.dgidc.min-edu.pt/outrosprojetos/data/outrosprojectos/Portugues/Documentos/

manual_quarepe_orientador_versao_final_janeiro_2012.pdf, publicado pelo Ministério da Educação e Ciência
para cada nı́vel de proficiência (consultado em Julho. 2014).
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Para o efeito, os textos em causa foram divididos em dois grupos com o objetivo de reduzir o tempo

despendido por cada anotador, sendo escondido o nı́vel de inteligibilidade originalmente atribuı́do a

cada texto. Por forma a existirem condições idênticas entre cada grupo, manteve-se uma distribuição de

textos por nı́vel de inteligibilidade muito semelhante entre os grupos (tabela 3.3).

A1 % A2 % B1 % B2 % C1 % Total

# Textos do grupo 1 15 12,7 19 16,1 67 56,8 7 5,9 10 8,5 118
# Textos do grupo 2 14 11,8 20 16,8 69 58,0 7 5,9 9 7,6 119

Tabela 3.3: Distribuição dos textos a classificar

Para possibilitar a realização desta tarefa foi desenvolvida uma ferramenta em html, php e javas-

cript que apresenta uma interface de anotação e apenas possibilita o acesso a utilizadores autorizados,

ou seja, na posse de um nome de utilizador e de uma senha válidos (figura 3.1). A distribuição dos

anotadores pelos grupos foi efetuada a priori, fazendo com que cada grupo tivesse o mesmo número de

anotadores, e, conforme os dados de acesso introduzidos na aplicação, esta apresentava os textos de um

dos dois grupos aos respetivos anotadores. Além das funcionalidade de navegação e anotação dos tex-

tos, esta aplicação foi responsável por guardar para ficheiros as anotações manuais. A ordem com que

os textos apareceram para cada anotador foi exatamente a mesma, tendo havido um especial cuidado

para que textos com nı́veis de inteligibilidade iguais não aparecessem seguidos6.

Figura 3.1: Interface de anotação de textos

6Esta informação sobre a ordem dos textos não foi, obviamente, divulgada aos anotadores.
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Na realização da tarefa de anotação participaram treze professores de lı́nguas especialistas, treina-

dos na seleção e classificação de textos, dos quais oito são da Universidade do Algarve, dois da Uni-

versidade do Porto e três Faculdade de Letras da Universidade de Lisboa (o anexo B.1 contém uma

caracterização mais detalhada dos anotadores). Cada um dos grupos de textos foi anotado por sete pro-

fessores, havendo um dos treze anotadores que se disponibilizou para anotar os dois grupos de textos

a fim de equilibrar o número de anotadores de cada grupo. A tabela 3.4 apresenta a distribuição dos

anotadores, segundo a respetiva instituição de ensino, por grupo de textos.

Univ. do Algarve Univ. do Porto Faculdade de Letras Total

Grupo 1 5 0 2 7
Grupo 2 4 2 1 7

Tabela 3.4: Distribuição dos anotadores pelos grupos de textos

A dificuldade da tarefa de classificação foi avaliada através de duas medidas: (i) a proporção de

textos sobre os quais há uma concordância entre os anotadores na sua classificação e (ii) a concordância

entre anotadores obtida pelo coeficiente kappa de Fleiss (em inglês, Fleiss’ kappa coefficient) (Fleiss, 1981).

As figuras 3.2 e 3.3 apresentam o número de textos atribuı́dos a cada nı́vel de inteligibilidade por

cada anotador para os grupos 1 e 2, respetivamente e, para efeitos de comparação, o número de textos

previamente atribuı́do a cada nı́vel de inteligibilidade pelo Instituto Camões. O anexo B contém uma

descrição mais detalhada dos resultados da classificação manual, mais concretamente os resultados dos

diversos anotadores para cada texto e as matrizes de confusão resultantes da análise de anotação de

cada anotador.

Figura 3.2: Número de textos do grupo 1 atribuı́dos a cada nı́vel de inteligibilidade por cada anotador
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Figura 3.3: Número de textos do grupo 2 atribuı́dos a cada nı́vel de inteligibilidade por cada anotador

Anotador removido
A1 A2 A3 A4 A5 A6 A7

A
n

o
ta

d
o
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m
o

v
id

o

A1 0,196 0,269 0,175 0,180 0,195 0,191 0,165
A2 - 0,235 0,221 0,231 0,234 0,240 0,209
A3 - - 0,172 0,154 0,161 0,175 0,139
A4 - - - 0,179 0,177 0,190 0,138
A5 - - - - 0,182 0,178 0,142
A6 - - - - - 0,190 0,158
A7 - - - - - - 0,160

Tabela 3.5: Concordância inter-anotador, na remoção de um ou dois anotadores, referentes ao grupo 1

Através da análise dos resultados do grupo 1, nota-se que apenas 1 texto (0,85% dos textos) recebeu

classificação unânime. Os que recebem a mesma classificação por pelo menos 6 anotadores foram 11,86%

(14 textos). Já 61,86% (73 textos) receberam a mesma classificação por pelo menos 4 anotadores. O valor

do coeficiente kappa de Fleiss obtido foi de 0,188, o que corresponde a uma concordância muito fraca, de

acordo com (Landis & Koch, 1977). A tabela 3.5 apresenta os valores do coeficiente kappa de Fleiss para

o grupo 1, quando não se toma em consideração os resultados de um anotador (diagonal principal) ou,

no máximo, de dois anotadores, permitindo identificar os anotadores que mais discordam dos restantes

anotadores do mesmo grupo. Por exemplo, de acordo com a tabela 3.5, o valor máximo obtido foi 0,269

(destacado a negrito) e é alcançado quando não se toma em consideração os resultados provenientes

do anotador 1 (A1) e do anotador 2 (A2). Este valor corresponde a uma concordância fraca, de acordo

com (Landis & Koch, 1977). A tabela 3.6 apresenta os valores kappa de Fleiss entre dois anotadores

do grupo 1. Mesmo considerando apenas os resultados de dois anotadores, os valores de concordância

obtidos são baixos, alcançando o valor máximo de 0,369 entre o anotador 3 (A3) e o anotador 7 (A7), o
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A1 A2 A3 A4 A5 A6 A7

A1 - 0,143 0,153 0,085 0,209 0,039 0,257
A2 - - 0,054 0,037 0,033 -0,031 0,118
A3 - - - 0,221 0,242 0,280 0,369
A4 - - - - 0,290 0,314 0,239
A5 - - - - - 0,145 0,240
A6 - - - - - - 0,279

Tabela 3.6: Concordância entre dois anotadores referentes ao grupo 1

que corresponde a uma concordância fraca, de acordo com (Landis & Koch, 1977).

No que diz respeito aos resultados relativos ao grupo 2, nota-se que apenas 2 textos (1,68% dos

textos) receberam classificação unânime. Os que recebem a mesma classificação por pelo menos 6 ano-

tadores foram 7,56% (9 textos). Já 68,07% (81 textos) receberam a mesma classificação por pelo menos 4

anotadores. O valor do coeficiente kappa de Fleiss obtido foi de 0,164, o que corresponde a uma concordância

muito fraca, de acordo com (Landis & Koch, 1977). A tabela 3.7 apresenta os valores do coeficiente kappa

de Fleiss para o grupo 2, quando não se toma em consideração os resultados de um anotador ou, no

máximo, de dois anotadores. Por exemplo, de acordo com a tabela 3.7, o valor máximo obtido foi 0,203

e é alcançado quando não se toma em consideração os resultados provenientes do anotador 10 (A10) e

do anotador 13 (A13). Se além, do anotador 10 e do anotador 13, não se considerar os resultados dos

anotadores 8 (A8) e 12 (A12), o valor do coeficiente kappa de Fleiss sobe para os 0,247, correspondendo a

uma concordância fraca, de acordo com (Landis & Koch, 1977). A tabela 3.8 apresenta os valores kappa de

Fleiss entre dois anotadores do grupo 2. Mesmo considerando apenas os resultados de dois anotadores,

os valores de concordância obtidos são baixos, alcançando o valor máximo de 0,348 entre o anotador 2

e o anotador 4, o que corresponde a uma concordância fraca, de acordo com (Landis & Koch, 1977).

Anotador removido
A8 A9 A10 A11 A12 A13 A14

A
n

o
ta

d
o

r
re

m
o

v
id

o

A8 0,165 0,141 0,171 0,151 0,169 0,185 0,163
A9 - 0,142 0,151 0,132 0,138 0,151 0,132

A10 - - 0,173 0,159 0,183 0,203 0,164
A11 - - - 0,152 0,160 0,165 0,138
A12 - - - - 0,170 0,199 0,164
A13 - - - - - 0,182 0,186
A14 - - - - - - 0,159

Tabela 3.7: Concordância inter-anotador, na remoção de um ou dois anotadores, referentes ao grupo 2

A tabela 3.9 apresenta os valores do coeficiente kappa de Fleiss entre a anotação proveniente do Ins-

tituto Camões e cada anotador. Apenas o anotador 2 teve uma concordância boa, de acordo com (Landis

& Koch, 1977), com as anotações provenientes do Instituto Camões. Além destes resultados e através

da análise das figuras 3.2 e 3.3 e das matrizes de confusão realizadas para cada anotador (anexo B.3), é

possı́vel observar que existe uma grande diferença entre os nı́veis de inteligibilidade atribuı́dos pelos
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A1 A2 A3 A4 A5 A6 A7

A1 - 0,246 0,091 0,198 0,111 0,064 0,219
A2 - - 0,222 0,348 0,144 0,053 0,234
A3 - - - 0,143 0,121 0,122 0,094
A4 - - - - 0,199 0,030 0,140
A5 - - - - - 0,123 0,132
A6 - - - - - - 0,173

Tabela 3.8: Concordância entre dois anotadores referentes ao grupo 2

anotadores face ao nı́vel original no corpus fornecido pelo Instituto Camões.

Grupo 1 A1 A2 A3 A4 A5 A6 A7

Instituto Camões 0,163 0,670 -0,130 -0,155 -0,068 -0,186 -0.041

Grupo 2 A8 A9 A10 A11 A12 A13 A14

Instituto Camões 0,252 -0,038 -0,002 0,087 -0,028 -0,189 -0.157

Tabela 3.9: Concordância entre a anotação proveniente do Instituto Camões e cada anotador

Com esta análise é possı́vel concluir que a tarefa de anotação de textos quanto ao seu nı́vel de

inteligibilidade é bastante complexa e que a concordância entre os profissionais de ensino de lı́nguas

está longe de ser suficiente, comprovando e reforçando os resultados do estudo semelhante realizado

no desenvolvimento do sistema LX-CEFR (secção 2.2.4). Assim sendo, ainda se torna mais evidente a

dificuldade da construção de classificadores automáticos de inteligibilidade, uma vez que é essencial

para a aprendizagem do classificador a existência um corpus devidamente anotado na escala oficial de

cinco nı́veis, baseada no Quadro de Referência para o Ensino Português no Estrangeiro (QuaREPE)7 (A1, A2,

B1, B2 e C1) (Grosso et al., 2011a, 2011b).

Através dos resultados da reclassificação manual e dos textos do corpus do Instituto Camões, criou-

se um corpus de referência em que o nı́vel de inteligibilidade de cada texto foi alcançado através da

moda dos resultados dos diferentes anotadores. No caso de existir mais que uma moda para um dado

texto, recorreu-se à média aritmética dos resultados das anotações, por forma a escolher o resultado mais

correto conforme a maioria dos anotadores. Tendo em conta os valores de concordância inter-anotador

para a construção deste corpus, não se tomou em consideração os resultados dos anotadores que mais

discordam dos restantes anotadores do mesmo grupo (A1, A2, A8, A10, A12 e A13). A tabela 3.10

apresenta a distribuição dos textos do corpus de referência resultante da anotação manual por cada

nı́vel de inteligibilidade.

7http://www.dgidc.min-edu.pt/outrosprojetos/data/outrosprojectos/Portugues/Documentos/

manual_quarepe_orientador_versao_final_janeiro_2012.pdf
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A1 % A2 % B1 % B2 % C1 % Total

# Textos 18 7,6 92 38,8 78 32,9 36 15,2 13 5,5 237
# Frases 45 2,9 394 25,4 562 36,2 324 20,9 227 14,6 1 552
# Palavras 733 2,8 5 463 21,1 9 021 34,9 6 602 25,5 4 069 15,7 25 888

Tabela 3.10: Distribuição dos textos do corpus de referência resultante da anotação manual por cada
nı́vel de inteligibilidade

3.2.2 Livros escolares da Porto Editora e enunciados de exames nacionais

Face ao tamanho reduzido de recursos disponı́veis para o português europeu, foi desenvolvido e

testado um classificador com base no corpus utilizado pelo sistema REAP.PT (secção 2.2.1). Como já

se disse, este corpus é constituı́do por 47 livros escolares disponibilizados pela Porto Editora8 e por 18

exames nacionais (dos 6o, 9o e 12o anos).

Os livros escolares estão classificados por nı́vel de ensino, do 5o ao 12o ano de escolaridade. Dado

que, para a classificação dos textos, são importantes as construções sintáticas e lexicais utilizadas, foram

apenas selecionado os textos classificados nas seguintes categorias: informativo, ensaı́stico, diarı́stico,

epistolar, banda desenhada, publicitário, jurı́dico e literário (não considerando textos dos enunciados

dos exercı́cios, tabelas, figuras, entre outros conteúdos paratextuais). Durante a seleção dos textos para

o corpus, verificou-se a existência de textos de tamanho muito reduzido (10-50 palavras) pertencentes a

praticamente todos os nı́veis de ensino (do 7o ao 12o ano de escolaridade). Estes textos foram descarta-

dos, considerando-se apenas os textos com tamanho superior a 50 palavras. Também foram excluı́dos

outros textos, nomeadamente textos dos séculos XVI ao XVII, tais como excertos da Carta de Pêro de Vaz

de Caminha sobre a descoberta do Brasil (1500), excertos do Sermão de Santo António aos Peixes 1654) do

Padre António Vieira e excertos dos Apólogos Dialogais (1721) de Francisco Manuel de Mello. Estes textos

foram considerados irrelevantes para a tarefa especı́fica da fase de treino do classificador e suscetı́veis

de introduzir ruı́do na classificação, devido à presença de léxico arcaico e ao uso de várias construções

sintáticas que caı́ram em desuso. Por exemplo, da Carta de Pêro de Vaz de Caminha sobre a descoberta

do Brasil, o excerto:

(1) (...) uma maneira de cabeleira de penas d’ave amarela, que seria de comprimento dum coto, mui

basta e mui çarrada que lhe cobria o toutuço e as orelhas (...)

apresenta uma variedade de expressões claramente marcadas do ponto de diacrónico: o uso da

contração d’ (d’ave), do advérbio mui (=muito) e do nome toutuço (=toutiço9); o emprego de maneira como

8http://www.portoeditora.pt (consultado em Julho 2014)
9Forma não registada nos dicionários — Dicionário da Lı́ngua Portuguesa Contemporânea da Academia das Ciências, Dicionário da

Lı́ngua Portuguesa 2013 da Porto Editora, Novo Dicionário Aurélio Lı́ngua Portuguesa (2a ed.), Dicionário Houaiss Lı́ngua Portuguesa
(1a ed.) — e vocabulários consultados — Vocabulário Ortográfico da Lı́ngua Portuguesa da Porto Editora, Vocabulário Ortográfico do
Português online, Vocabulário Ortográfico da Lı́ngua Portuguesa da Academia Brasileira Letras — incluindo os dicionários etimológicos
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um nome classificador, equivalente ao moderno tipo: (uma maneira de = um tipo de) cabeleira; o uso do

nome predicativo comprimento com o verbo-suporte ser de, hoje mais usual com ter; o nome coto, que

aqui é utilizado como nome de medida, correspondendo a um coto de vela; e o emprego da ortografia

arcaica <ç> inicial bem como o uso da vogal pretónica <a> [α] em çarrada.

Ao todo, foram removidos sete textos do 11o ano e dois do 12o ano. Relativamente aos exames naci-

onais, estes correspondem aos 6o, 9o e 12o anos letivos. As tabelas 3.11 e 3.12 apresentam a distribuição

dos textos dos dois corpora por cada nı́vel de ensino escolar.

5o % 6o % 7o % 8o % Sub-total

# Textos 91 14,6 10 1,6 68 10,9 76 12,2 245
# Frases 1 970 17,6 99 0,9 1 486 13,3 1 980 17,6 5 535
# Palavras 24 406 11,5 1 296 0,6 22 755 10,7 31 816 15,0 80 273

9o % 10o % 11o % 12o % Sub-total

# Textos 84 13,5 31 5,0 122 19,6 141 22,6 378
# Frases 1 378 12,3 369 3,3 2 181 19,4 1 751 15,6 5 679
# Palavras 22 311 10,5 7 777 3,7 55 293 26,0 46 700 22,0 132 081

Total # Textos 623
Total # Frases 11 214

Total # Palavras 212 354

Tabela 3.11: Distribuição do corpus da Porto Editora segundo o seu nı́vel escolar

6o % 9o % 12o % Total

# Textos 9 28,1 13 40,6 10 31,3 32
# Frases 234 33,3 331 47,2 137 19,5 702
# Palavras 3 560 28,2 5 517 43,7 3 549 28,1 12 626

Tabela 3.12: Distribuição do corpus de exames nacionais segundo o seu nı́vel escolar

Uma vez que o objetivo principal deste trabalho consiste na criação de um classificador automático

de textos para o apoio ao ensino de português como segunda lı́ngua e como a classificação do corpus

de textos da Porto Editora abrange três graus distintos do sistema de ensino português (2o e 3o ciclo

do ensino básico e ensino secundário), decidiu-se estabelecer uma correspondência entre os nı́veis de

ensino escolar e a escala simplificada de inteligibilidade (2o ciclo corresponde ao nı́vel A, 3o ciclo ao

nı́vel B e ensino secundário ao nı́vel C). Uma outra razão para a utilização da escala simplificada advém

do facto de se ter verificado ser difı́cil distinguir com exatidão entre os nı́veis A1/A2 e B1/B2.

— Dicionário Etimológico Nova Fronteira Lı́ngua Portuguesa e Dicionário Etimológico da Lı́ngua Portuguesa de José Pedro Machado. No
Dicionário (online) de dicionários de Galego Medieval, aparece como equivalente a toutiço, mas a única abonação, das Cantigas de
Santa Maria, de Afonso X, só apresenta esta última forma.
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4Arquitetura
Este capı́tulo apresenta o módulo de análise de textos (secção 4.1), que é responsável pela extração

dos parâmetros de inteligibilidade utilizados pelo classificador automático. Seguidamente, descreve a

fase de treino do sistema (secção 4.2). O módulo de classificação utiliza o conhecimento adquirido na

fase de treino e aplica-o a textos ainda não classificados. A figura 4.1 ilustra genericamente a arquitetura.

Este capı́tulo termina com a apresentação da interface web desenvolvida para o sistema de extração de

caracterı́sticas linguı́sticas e para o sistema de classificação de textos (secção 4.3).

Figura 4.1: Visão global da arquitetura



4.1 M�odulo de an�alise de textos

4.1.1 Introdução

Neste trabalho utiliza-se a cadeia de processamento STRING (acrónimo de Statistical and Rule-

Based Natural LanGuage processing chain) (Mamede et al., 2012) (secção 4.1.2) para extrair informação

estatı́stica sobre os textos. Para obter dados relativos ao número de sı́labas, recorre-se ao hifenizador

YAH (acrónimo de Yet Another Hyphenator) (Figueirinha, 2013) (secção 4.1.3). Foi desenvolvida uma

nova ferramenta responsável pela extração de informação lexical dos textos (secção 4.1.4). A execução

destes três componentes do módulo de análise de textos é efetuada em paralelo por forma a maximizar

a eficiência do sistema desenvolvido. A secção 4.1.5 apresenta os parâmetros extraı́dos pelo módulo de

análise de textos e utilizados na classificação de textos.

4.1.2 STRING

A cadeia de Processamento de Lı́ngua Natural STRING (Mamede et al., 2012) foi desenvolvida no

Laboratório de Sistemas de Lı́ngua Falada (L2F) e é formada pelos módulos representados na figura 4.2.

Figura 4.2: Cadeia de processamento STRING

O primeiro módulo da STRING é o LexMan (acrónimo de Lexical Morphological Analizer) (Vicente,

2013), que é responsável pela divisão do texto em segmentos. Um segmento pode ser constituı́do por

uma ou várias palavras ou um caráter de pontuação. Para além dos exemplos referidos, o LexMan

identifica números, abreviaturas e endereços de correio eletrónico, entre outros elementos textuais. Este

módulo também atribui etiquetas morfológicas aos segmentos. Estas etiquetas correspondem às diver-

sas categorias morfossintáticas (em inglês, part-of-speech): nomes, verbos, adjetivos, etc. Frequentemente,

uma dada palavra pode corresponder a mais de uma categoria morfossintática, sendo, pois, morfossin-

taticamente ambı́gua. Por exemplo, a palavra ser é uma palavra ambı́gua:
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(2) O ser humano é um primata

(3) Aqui podemos ser felizes

Na frase 2, ser é um substantivo, enquanto na frase 3 é um verbo. Nestas situações, atribui-se mais do

que uma etiqueta ao segmento. Devido a estes casos, o resultado da análise morfológica é entregue a um

desambiguador morfossintático baseado em regras designado por RuDriCo (acrónimo de Rule Driven

Converter) (Diniz et al., 2010). Este módulo tem como função resolver as ambiguidades de etiquetação

produzidas pelo módulo anterior e alterar a segmentação. Para alterar a segmentação do texto, o Ru-

DriCo utiliza um conjunto de regras de recomposição, que permite juntar segmentos (por exemplo, rio

Douro) ou separá-los (por exemplo, o segmento no é separado na preposição em e no artigo definido o).

O módulo seguinte, o MARv (acrónimo de Morphossyntatic Ambiguity Resolver) (Ribeiro, 2003), trata

dos problemas de ambiguidade morfológica que o módulo anterior não resolveu. A diferença entre este

módulo e o RuDrico é que o MARv desenvolve a sua função com base em modelos probabilı́sticos,

nomeadamente os modelos de Markov (em inglês, Hidden Markovian Models ou H.M.M.) e o algoritmo de

Viterbi, enquanto o RuDriCo desenvolve a sua função com base em regras.

De seguida o módulo XIP1 (acrónimo de Xerox Incremental Parser) (Aı̈t-Mokhtar et al., 2002) analisa

o texto frase a frase, decompondo-as em constituintes sintáticos elementares (chunks) e estabelecendo as

relações de dependência sintática entre eles (sujeito, complemento direto, modificador, etc). Adicional-

mente é efetuada a análise semântica, como é o caso da identificação dos papeis semânticos (Talhadas,

2014).

Os últimos módulos da STRING são: o módulo de identificação, classificação (Hagège et al., 2009,

2010; Loureiro, 2007) e normalização (Maurı́cio, 2011) de expressões temporais; o módulo de resolução

de anáforas (Marques, 2013), responsável por identificar expressões anafóricas e relacioná-las com o

antecedente a que se referem; o módulo de preenchimento de Slots (em inglês, Slot Filling) (Carapinha,

2013), responsável por recolher e agregar informação acerca de entidades mencionadas; e o módulo de

ordenação de eventos (Cabrita, 2014).

Em suma, a STRING é um sistema baseado em regras e informação estatı́stica, que tem vindo a ser

desenvolvido para o português europeu, apresentando já as seguinte funcionalidades:

• Segmentação de texto (em inglês, tokenization, text segmentation and part-of-speech tagging);

• Desambiguação morfossintática;

• Análise sintática;

1Reference Guide: https://open.xerox.com/Repo/service/XIPParser/public/XIPReferenceGuide.pdf (con-
sultado em Dez. 2013).
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• Análise semântica;

• Extração de dependências;

• Extração de entidades mencionadas;

• Extração de eventos.

4.1.3 YAH

A divisão silábica consiste na identificação e delimitação das sı́labas de cada palavra, como em

me-sa e li-vro. Nem sempre a divisão silábica (ortográfica)2 corresponde à estrutura fonética, baseada na

produção oral, dessa mesma palavra. Por exemplo, no caso dos dı́grafos <ss> e <rr> , que representam

um único som, [s] e [K], respetivamente, como em clássico e carro, a divisão silábica ortográfica separa os

dı́grafos: clás-si-co e car-ro, enquanto no caso dos dı́grafps L e ñ, representando a consoante palatal [lh]

e [nh], como em olho e banho, os dı́grafos devem ficar juntos: o-lho and ba-nho.

O hifenizador YAH (Figueirinha, 2013) é numa ferramenta desenvolvida no Laboratório de Siste-

mas de Lı́ngua Falada (L2F), inicialmente concebida por Ricardo Ribeiro e posteriormente desenvolvida

por Figueirinha. O YAH, é um sistema baseado em regras, que recebe como entrada uma palavra e

retorna a sua divisão silábica.

Para avaliar as modificações efetuadas no YAH por Figueirinha, recorreu-se um corpus de 1722

palavras. Este corpus foi formado através da extração aleatória de palavras de artigos na web do jornal

Público3 mais 126 palavras do Acordo Ortográfico da Lı́ngua Portuguesa de 1990. O YAH modificado

dividiu corretamente 97% do corpus, enquanto a versão inicial apenas conseguia dividir corretamente

74.2% do corpus.

4.1.4 Extração de informação lexical

A extração de informação lexical de um texto é efetuada através de uma ferramenta desenvolvida

em Java que recebe como entrada um texto e retorna o número de palavras, o número de palavras

diferentes e a frequência de dessas palavras.

Para a contabilização do número de palavras num texto, a ferramenta normaliza o texto e de seguida

extrai as palavras deste. A normalização consiste na remoção de espaços no inı́cio e fim de cada frase,

assim como, a remoção de espaços em duplicados. Além disso, neste processo de normalização são

removidos todos os carateres numéricos e especiais (parênteses, travessões, pontuação, etc.). Depois do

2http://www.portaldalinguaportuguesa.org/index.php?action=syllables&&page=present (consultado em Dez. 2013).
3http://www.publico.pt/ (consultado em Dez. 2013).
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texto ser normalizado, as palavras encontram-se delimitadas apenas por espaços, facilitando a tarefa de

extração das palavra.

Relativamente ao vocabulário utilizado, esta ferramenta extrai a frequência de palavras de acordo

com um modelo de lı́ngua baseado em unigramas e calcula a probabilidade de um texto baseado na

seguinte expressão:

∏

w

P (w|M)C(w) (4.1)

onde:

P(w|M) = Probabilidade da palavra w ocorrer de acordo com o corpus M;

C(w) = Número de vezes que a palavra w ocorre no texto.

Deste modo, o logaritmo da probabilidade (em inglês, log-likelihood, LogL) (Pitler & Nenkova, 2008) de

um texto é dado pela seguinte expressão:

∑

w

C(w) × log(P (w|M)) (4.2)

Como cada palavra tem uma probabilidade menor que 1, o logaritmo da probabilidade de cada

palavra é inferior a 0. Desta forma, este modelo tende a favorecer textos mais curtos, um vez que a

adição de palavras diminui o valor do resultado. Para contrabalançar este efeito, o sistema calcula esta

probabilidade em n grupos de 50 palavras e, no fim, calcula a média dos n resultados.

Os cálculos efetuados baseiam-se nos dados presentes no corpus de frequências de palavras para

o português europeu disponibilizados pelo projeto AC/DC (secção 3.1). Por forma a atribuir uma pro-

babilidade diferente de zero para as palavras que não ocorrem no corpus de frequências, calculou-se o

alisamento de Laplace (em inglês, Laplace smoothing) sobre as frequências das palavras presentes no corpus.

4.1.5 Parâmetros para cálculo da inteligibilidade de um texto

O conjunto de parâmetros extraı́dos pelo módulo de análise de textos está organizado nos seguintes

grupos de informação:

(I) categorias morfossintáticas (em inglês, part-of-speech), sintagmas (em inglês, chunks) e métricas rela-

tivas a frases;

(II) métricas relativas a palavras;

(III) métricas relacionada com verbos e diferentes métricas que envolvem médias e frequências;
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(IV) métricas que envolvem sı́labas;

(V) métricas adicionais.

As métricas presentes no grupo I foram extraı́das da árvore de análise sintática gerada pela STRING;

as métricas relativas a palavras (grupo II) foram extraı́das através da ferramenta desenvolvida para a

extração de informação lexical; os parâmetros extraı́dos nos grupos III e V também foram extraı́dos da

árvore de análise sintática, complementados pela informação presente nas dependências geradas pela

STRING; as métricas relativas às sı́labas, grupo IV, foram extraı́das usando o YAH.

4.1.5.1 Categorias morfossintáticas (POS)

O sistema extrai as seguintes categorias morfossintáticas: adjetivos, advérbios, artigos, conjunções,

interjeições, nomes (comuns e próprios), numerais, particı́pio passado, preposições, pronomes (várias

subcategorias), pontuação e sı́mbolos especiais. A categoria das interjeições apenas contém palavras e

expressões que não pertencem a mais nenhuma categoria, como é o caso da expressão Irra!. Em casos

como Bolas!, a palavra Bolas é tratada como um nome e a natureza interjetiva da expressão é detetada

numa fase posterior do processamento do texto pela STRING. Para efeitos de análise sintática, o par-

ticı́pio passado é tratado como uma categoria gramatical em separado, embora esteja associado ao lema

do verbo, como qualquer outra inflexão. Os sı́mbolos especiais são, por exemplo, “$”, “%”, “#”, etc.

Com esta informação extraı́da, o sistema calcula percentagens relativas de categorias morfos-

sintáticas usadas para a tarefa de classificação de textos quanto à sua inteligibilidade. Por exemplo,

as informações de conceitos (definições e relações) são muitas vezes introduzidas através de substanti-

vos e entidades mencionadas (nomes de pessoas, locais, organizações, etc.). Estas são importantes para

a compreensão do texto, no entanto, quanto mais tipos e número de entidades um texto contiver, mais

difı́cil se torna a tarefa de memorização e de relacionamento entre elas.

4.1.5.2 Sintagmas

O sistema extrai os seguintes sintagmas: sintagma nominal (NP), adjetival (AP), preposicional (PP)

e adverbial (ADVP); sintagma verbal auxiliar de tempo (VTEMP), de aspeto (VASP) ou modo (VMOD);

sintagma verbal copulativo (VCOP); sintagma verbal particı́pio passado (VPASTPART), de gerúndio

(VGER) e de infinitivo (VINF); sintagma verbal com o verbo numa forma finita (VF); orações subordi-

nadas genéricas (SC) e relativas (REL).

As informações extraı́das permitem calcular as percentagens relativas de sintagmas, utilizadas para

calcular a inteligibilidade de um texto. Por exemplo, o tipo de chunk SC ou REL está relacionado com o

grau de complexidade hipotática de um texto, na medida em que representa fenómenos de subordinação
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(ou hipotaxe). De acordo com a literatura (Beaman, 1984), o uso de estruturas de coordenação (ou para-

taxe) é preferı́vel ao de hipotaxe, uma vez que as orações coordenadas são habitualmente mais fáceis de

ler e compreender do que orações subordinadas.

4.1.5.3 Frases e palavras

O sistema extrai as seguintes informações relacionadas com palavras e frases: o número de palavras,

o número de palavras diferentes, o número de frases e a frequência de palavras.

Os três primeiros parâmetros extraı́dos são utilizados para calcular informações presentes no con-

junto de parâmetros relativos a médias e frequências e estão relacionados com o comprimento do texto.

Considerando a abordagem de Pitler and Nenkova (Pitler & Nenkova, 2008) (secção 2.1.10), o sistema

Coh-Metrix-Port (Scarton & Aluı́sio, 2010) (secção 2.2.2) e outros estudos sobre a inteligibilidade apre-

sentados, as frases longas contêm, normalmente, mais informação, dificultando a tarefa de compre-

ensão.

A frequência de palavras está relacionada com o vocabulário utilizado e a sua extração advém

dos resultados apresentados pelo classificador do sistema REAP.PT e da abordagem de Collins-

Thompson & Callan (Thompson & Callan, 2004) (secção 2.1.8), onde um dos parâmetros utilizados

foi a frequência de palavras no texto. A motivação linguı́stica para a utilização deste parâmetro é o

facto de o vocabulário utilizado no texto influenciar a inteligibilidade, isto é, quanto mais familiar for

o vocabulário utilizado mais fácil se torna a sua compreensão. Esta familiaridade com o vocabulário

pode ser deduzida, a partir da sua frequência em corpora de grandes dimensões, abrangendo diferentes

domı́nios e tipos de textos.

4.1.5.4 Verbos

Quanto ao grupo relativo aos verbos, o sistema extrai os seguintes parâmetros: o número de verbos

diferentes, o número de verbos auxiliares, o número de verbos plenos e o comprimento das cadeias

verbais.

O sistema considera as diferentes formas flexionadas dos verbos como contagens independentes,

pois este tipo de contagem é mais interessante para a medição da inteligibilidade dos textos, na medida

que a utilização de diferentes tempos e formas verbais aumenta a dificuldade de um texto. O número de

verbos diferentes é extraı́do das dependências VDOMAIN e VLINK. A VDOMAIN é uma dependência

binária que relaciona o primeiro e último verbo da cadeia verbal. No caso de verbos isolados (em inglês,

stand-alone verbs), este é repetido em cada argumento da dependência VDOMAIN. A VLINK é uma

dependência binária que relaciona dois verbos consecutivos da cadeia verbal. Por exemplo:
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(4) O Pedro leu o jornal

(5) O Pedro tinha começado a ler o jornal

na frase (4), o a forma verbal simples leu gera a dependência VDOMAIN(leu,leu) e não existe ne-

nhuma dependência VLINK. Na frase (5), o analisador produz as dependências VDOMAIN(tinha,ler),

VLINK(tinha,começado) e VLINK(começado,ler).

As construções de verbos auxiliares (Baptista, Mamede, & Gomes, 2010) são capturadas a partir de

diferentes tipos de sintagmas verbais, classificados em função do seu valor gramatical mais proeminente

(tempo, aspeto ou modo). Por exemplo, na frase (5) tinha e começado são analisados como auxiliares, isto

é, como sintagmas verbais auxiliares de tempo (VTEMP) e de aspeto (VASP), respetivamente, do verbo

pleno no infinitivo (VINF) do sintagma verbal cuja cabeça é ler.

Os verbos auxiliares estão relacionados com a inteligibilidade do texto, uma vez que estes verbos

adicionam informação funcional ou gramatical à oração em que aparecem, como por exemplo, para

exprimir tempo, aspeto, modalidade, voz, etc.

O comprimento da cadeia verbal é extraı́do recorrendo à dependência VHEAD, que relaciona cada

verbo auxiliar ao verbo pleno da cadeia verbal a que este pertence. No exemplo 5, existem três de-

pendências deste tipo: VHEAD(ler,ler), VHEAD(começado, ler) e VHEAD(tinha,ler). Portanto, neste exem-

plo, existe apenas uma cadeia verbal com comprimento ’3’, tendo em conta que a cabeça da cadeia é o

verbo ler e que os outros dois verbos estão ligados a este. A média do comprimento de cadeias verbais é

um parâmetro relevante para medir a inteligibilidade do texto, uma vez que, textos com cadeias verbais

mais curtas serão mais fáceis de compreender.

Não foram consideradas, nesta fase, outros tipos de construção verbal em que o verbo também não

é um verbo pleno, tais como as construções com verbo-suporte (e.g. O Pedro deu um(a) abraço/ajuda/boleia

ao João), as construções com verbo-operador causativo (e.g. A corrida deu fome ao Pedro), verbo-operador

de ligação (e.g. O Pedro tem o João sob vigilância) ou verbo-suporte de ocorrência (e.g. Isso deu-se em

2013) (Ranchhod, 1990; Baptista, 2005). Do mesmo modo, ignorou-se, por agora, os casos de construções

verbais fixas, idiomáticas (e.g. O Pedro deu o braço a torcer, O Pedro deu com os burrinhos na água, O Pedro e a

Ana deram o nó, O Pedro não não dá para as encomendas) (Baptista et al., 2004). Esta decisão prende-se com

o facto de a identificação deste tipo de construções em textos ainda estar a ser desenvolvida na STRING.

4.1.5.5 Médias e frequências

O sistema extrai as seguintes médias e frequências: o número médio de sintagmas verbais por frase,

o comprimento médio das frases, o comprimento médio de sı́labas por palavra e a frequência de verbos.
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O número médio de sintagmas verbais por frase e o comprimento médio das frases são derivados

da abordagem de Pitler and Nenkova (secção 2.1.10), onde é indicado que, quanto mais comprida for e

mais verbos uma frase contiver, mais difı́cil se torna a sua compreensão.

A frequência de verbos corresponde ao número de verbos a dividir pelo número de palavras. A

frequência de verbos e de substantivos são fatores que se destacam na diferença entre textos complexos

e simples pelo sistema Coh-Metrix-Port (secção 2.2.2). Este sistema demonstrou que altas frequências de

verbos e substantivos correspondem a textos mais complexos.

4.1.5.6 Sı́labas

O sistema extrai o número total de sı́labas e a contagem de palavras por número de sı́labas.

Segundo as fórmulas Fry Graph (secção 2.1.4), Fog Index (secção 2.1.3) e SMOG (secção 2.1.5), o

número de sı́labas influência a inteligibilidade dos textos (geralmente palavras com maior número de

sı́labas são mais complicadas para o leitor).

4.1.5.7 Métricas adicionais

O sistema extrai também: o número total de dependências, o número total de nós na árvore de

análise sintática4, o número de pronomes por sintagmas nominais (NP), o número de NP com deter-

minantes definidos ou demonstrativos, o número de NP com determinantes indefinidos, o número de

orações subordinadas (SC chunks), o número de relações de coordenação, o comprimento das cadeias de

relações coordenativas, o número de sujeitos omissos e a medida de inteligibilidade de Flesch Reading

Ease para português do Brasil (secção 2.1.1).

As cinco primeiras caracterı́sticas são extraı́das através dos parâmetros pertencentes às categorias

morfossintáticas e aos sintagmas. O número de pronomes por sintagmas nominais é considerado um

parâmetro relevante segundo o sistema Coh-Metrix-Port (secção 2.2.2), na medida em que, quanto maior

for este rácio, mais difı́cil é a identificação do antecedente (quem ou o quê) a que o pronome se refere.

A ideia subjacente à extração do número de NP com determinantes definidos ou demonstrativos está

relacionada com o facto de a presença desses determinantes implicar, geralmente, uma referência para

palavras anteriores, por oposição aos determinantes indefinidos. Assim, textos com menor rácio de

NP definidos por NP indefinidos são mais coesos, uma vez que a presença de NP com determinantes

definidos ou demonstrativos envolve, normalmente, o processamento de anáforas.

4Existem três tipos de nós numa árvore de análise sintática: raiz, não-terminais e folhas. No caso da STRING, a raiz é composta
pelo sı́mbolo ”TOP”, os nós não-terminais contêm os sı́mbolos resultantes da análise, isto é, POS ou sintagmas, e as folhas são
compostas por uma ou mais palavras do texto analisado. O caminho da raiz da árvore até uma determinada folha indica o
resultado da análise sintática para a(s) palavra(s) presente(s) na folha.
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O número de orações subordinadas é extraı́do por um conjunto de dependências com a carac-

terı́stica SENTENTIAL ou RELAT. Por exemplo, MOD é uma dependência binária que relaciona um

modificador com o elemento que modifica. A caracterı́stica (ou traço) SENTENTIAL indica que o modi-

ficador é uma oração subordinada e, neste caso, relaciona o verbo pleno da oração subordinada com o

verbo pleno da oração subordinante. Por exemplo, na frase (6):

(6) O Pedro desconfiava do facto de a Ana ter ido a Lisboa

é extraı́da a dependência MOD SENTENTIAL(desconfiava,ido). Outras dependências, além de MOD,

podem ter a caracterı́stica SENTENTIAL, como é o caso de SUBJ (sujeito) e de CDIR (complemento

direto). A caracterı́stica RELAT também envolve orações subordinadas, mas neste caso, são orações

relativas, que modificam a cabeça do sintagma nominal a que pertencem5. Por exemplo, na frase (7):

(7) A rapariga que era mais gorda fazia bolos

a dependência é extraı́da MOD RELAT(rapariga,era). O número de orações subordinadas está relacio-

nado com a complexidade hipotática referida anteriormente (secção 4.1.5.2).

O número de relações de coordenação é extraı́do da dependência COORD. A dependência COORD

estabelece a relação de coordenação entre elementos de uma cadeia de relações de coordenação. Por

exemplo, na frase (8):

(8) O Pedro comprou uma pera e duas laranjas, enquanto a Maria comprou uma sopa, uma sandes

e um sumo

duas cadeias de relações de coordenação estão presentes: por um lado, tem-se COORD(e1,pera) e

COORD(e1,laranjas), e, por outro lado, COORD(e2,sopa), COORD(e2,sandes) e COORD(e2,sumo).

A coordenação é um fenómeno complexo e, neste momento, é apenas tratado a um nı́vel de análise

meramente local, envolvendo cadeias de grupos nominais (NP) ou preposicionais (PP). Não são ainda

tratados os casos de coordenação de orações, ainda que o sistema já permita classificar as conjunções

coordenativas, tanto as simples (e, ou, mas, etc.) como alguns casos das conjunções compostas não se-

quencias (quer ... quer, não só ... mas também, etc.).

O comprimento da cadeia de relações de coordenação é obtido através da dependência CLINK.

A dependência CLINK define a relação entre duas palavras consecutivas na cadeia de relações de

coordenação. No exemplo (8), as dependências CLINK resultantes são CLINK(pera, laranjas), para a

5Uma relação semelhante é também estabelecida no caso de orações subordinadas relativas apositivas/explicativas (em inglês, ap-
positive/explicative relative sub-clauses, embora estas não estejam integradas, mas sim apenas adjacentes aos grupos nominais cuja
cabeça é antecedente do pronome relativo. Por exemplo: A Maria, que era cozinheira no palácio, fazia bolos.
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primeira cadeia de relações e CLINK(sopa, sandes) e CLINK(sandes, sumo), para a segunda. Com esta

informação, o sistema emparelha os resultados das dependências CLINK e devolve todos os compri-

mentos das cadeias de relações de coordenação: dois (pera e laranjas) e três (sopa, sandes e sumo), respeti-

vamente.

O número de relações de coordenação e o comprimento das cadeias de relações de coordenação

estão relacionadas com a complexidade paratática (o oposto a hipotaxe).

O número de sujeitos omissos é obtido através de todas as dependências que têm a caracterı́stica

(em inglês, feature) ELIPS ou ANAPH0. A caracterı́stica ELIPS indica que o sujeito do verbo pleno do

sintagma nominal está omitido e foi reconstruido de acordo com os valores de pessoa-número da forma

flexionada do verbo. Por exemplo, na frase (9):

(9) Vamos hoje ao cinema

um sujeito elı́ptico foi reconstruido como SUBJ ELIPS(Vamos,Nós), baseado na flexão do verbo na 1o

pessoa do plural.

A caracterı́stica ANAPH0 indica que o sujeito da oração subordinada foi omitida (anáfora zero) e

foi reconstruido a partir de um antecedente anteriormente mencionado (Pereira, 2009). Por exemplo, na

frase (10):

(10) A Joana comprou um livro e leu-o

a seguinte dependência de sujeito anafórico é produzida: SUBJ ANAPH0(leu, Joana). A omissão sujeito

ocorre, principalmente, quando o seu antecedente já foi apresentado anteriormente no discurso, embora

também possa depender de outros fatores, tais como o verbo pleno da oração subordinante, a conjunção

subordinativa, entre outros.

O sujeito omisso e outros tipos de anáfora zero podem dificultar a interpretação de um texto, es-

pecialmente para os leitores que estão a começar a aprender uma nova lı́ngua, por isso este parâmetro

pode ser importante para a medição da inteligibilidade de um texto.

4.1.5.8 Resumo

A tabela no anexo A apresenta um resumo do conjunto de parâmetros utilizado para o desenvolvi-

mento do classificador automático de inteligibilidade de textos.
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4.2 Fase de Treino

4.2.1 Introdução

Recordando que o objetivo do sistema é classificar textos escritos em português de acordo com a sua

inteligibilidade e que esta está relacionada com o nı́vel de proficiência esperado do aluno, classificável

na escala do QuaREPE em cinco nı́veis (A1, A2, B1, B2 e C1), na fase de treino o sistema generaliza, dos

exemplos de treino, as relações entre os parâmetros utilizados, assim como a forma de os combinar, de

modo a classificar textos para os quais não se tem conhecimento da classificação correta.

Deste modo, considera-se a tarefa de aprendizagem máquina uma aprendizagem supervisionada (em

inglês, supervised learning), uma vez que o objetivo é inferir o nı́vel de inteligibilidade de um texto

baseando-se em dados de treino que estão pré-classificados, ou seja, o nı́vel de inteligibilidade desses

textos é conhecido. Como os valores possı́veis da classificação são A1, A2, B1, B2 e C1, estes constituem

valores discretos, sendo o problema definido como uma tarefa de classificação em vez de regressão (que

se aplica no caso de valores contı́nuos).

Esta secção apresenta a ferramenta de aprendizagem automática utilizada e os respetivos algo-

ritmos testados (secção 4.2.2), bem como as experiências realizadas (secção 4.2.3), isto é, os diferentes

classificadores desenvolvidos.

4.2.2 Weka e algoritmos

Para a criação dos classificadores testaram-se vários algoritmos de aprendizagem supervisionada

disponı́veis na ferramenta de aprendizagem automática WEKA6 (Bouckaert et al., 2013). Os algoritmos

testados do pacote de algoritmos de aprendizagem de máquina da Weka estão indicados na tabela 4.1.

De seguida são apresentados os métodos de aprendizagem de máquina utilizados (Witten et al., 2011).

4.2.2.1 Algoritmos Naive-Bayes

O algoritmo Naive Bayes é um algoritmo de classificação baseado na aplicação do teorema de Bayes.

O nome Naive foi atribuı́do pelo facto do algoritmo não considerar dependências que possam existir

entre as caracterı́sticas usadas na classificação. Portanto, as suas suposições são consideradas ingénuas.

Esse algoritmo é computacionalmente menos intenso do que outros algoritmos, sendo, portanto, útil

para gerar resultados iniciais (em inglês, baselines) para efeitos de comparação com outros modelos testes

desenvolvidos.

6http://www.cs.waikato.ac.nz/ml/weka (consultado em Junho 2013).
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Método de Aprendizagem Algoritmos

Bayes Naive Bayes

Linear
Máquinas de vetor de suporte (SVM)

Regressão logı́stica

Preguiçosa (Lazy)
K-nearest neighbors learner (IBk)

K* (KStar)

Reforçado (Boosting)
AdaBoost
LogitBoost

Regras Holte’s OneR

Árvores de decisão

C4.5 (J48)
C4.5 decision tree grafted (J48graft)

Decision stumps
Random Forest

Tabela 4.1: Algoritmos de aprendizagem da ferramenta Weka testados

4.2.2.2 Algoritmos lineares

O objetivo da classificação estatı́stica é usar as caracterı́sticas de um objeto para identificar a

classe/grupo a que este pertence. Os algoritmos lineares procuram alcançar uma decisão de classificação

com base no valor de uma combinação linear das caracterı́sticas.

Um classificador linear é frequentemente usado em situações em que a velocidade de classificação

é um problema, já que muitas vezes é o classificador mais rápido. Além disso, os classificadores lineares

muitas vezes funcionam bem quando o número de dimensões de caracterı́sticas a analisar é grande, tal

como na classificação de documentos, onde cada caracterı́stica é tipicamente o número de ocorrências

de uma palavra num documento.

4.2.2.3 Algoritmos baseados em aprendizagem preguiçosa

A aprendizagem preguiçosa (em inglês, lazy learning) é um método de aprendizagem de máquina

em que a generalização dos dados de treino é adiada até que uma questão é colocada ao sistema, ao

contrário da aprendizagem ansiosa (em inglês, Eager learning), onde o sistema tenta fazer a generalização

dos dados antes de receber as consultas.

A grande vantagem obtida em implementar este método consiste no facto de a função-alvo ser

aproximada localmente, tal como acontece com o algoritmo k-nearest neighbor. Com esta aproximação

local, os sistemas com este método têm capacidade de, simultaneamente, resolver múltiplos problemas

e lidar, com sucesso, com eventuais mudanças no domı́nio do problema de classificação.

As desvantagens com a aprendizagem preguiçosa resultam do facto de armazenar todo o conjunto
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de dados de treino durante a classificação, necessitando de grande quantidade de espaço. Outra des-

vantagem é que este método é lento na fase de avaliação, embora apresente uma fase de treino rápida.

O método de aprendizagem preguiçosa é normalmente usado para grandes conjuntos de dados

com poucos atributos.

4.2.2.4 Algoritmos de reforço

O algoritmo de reforço (em inglês, Boosting) consiste em transformar um mau classificador num clas-

sificador melhor. A ideia subjacente é, de uma forma iterativa, ir melhorando o classificador final. Cada

vez que é executada uma chamada diferente, este algoritmo alimenta com um subconjunto diferente de

exemplos de treino, gerando uma nova regra de predição fraca. Depois de muitos ciclos, o algoritmo de

reforço deve combinar estas regras fracas numa única regra de previsão que, em princı́pio, será muito

mais precisa do que qualquer uma das regras fracas.

O algoritmo de reforço é baseado na pergunta feita por Michael Kearns (Kearns, 1988): pode um

conjunto de alunos fracos criar um único aluno forte? Um aluno fraco é definido como sendo um clas-

sificador que tem uma fraca correlação com a classificação pretendida. Em contraste, um aluno forte é

um classificador que está bem correlacionado com a classificação pretendida.

4.2.2.5 Algoritmos baseados em regras

Indução de regras é uma área de aprendizagem de máquina em que as regras formais são extraı́das

a partir de um conjunto de observações. As regras extraı́das podem representar um modelo cientı́fico

completo dos dados, ou simplesmente representar padrões locais nos dados. Algoritmos baseados em

regras são utilizados para descobrir relações interessantes entre as variáveis, especialmente em casos de

grandes quantidades de dados.

4.2.2.6 Algoritmos baseados em árvores de decisão

Estes algoritmos utilizam uma árvore de decisão como um modelo preditivo que mapeia

observações sobre uma caracterı́stica para obter conclusões sobre a mesma. Nestas estruturas de árvores,

as folhas representam a classe e os nós internos (não folhas) representam conjunções de caracterı́sticas

que levam a esses rótulos de classe. Os arcos vindos de um nó rotulado com uma caracterı́stica são mar-

cados com cada um dos possı́veis valores dessa caracterı́stica. Ou seja, uma árvore de decisão consiste

num conjunto de regras de decisão, que especificam uma associação de classe baseada numa sequência

hierárquica de decisões.
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4.2.3 Experiências realizadas

Tendo em conta que o objetivo principal deste trabalho é automatizar a classificação de textos

quanto ao seu nı́vel de inteligibilidade; e por forma a tirar partido dos corpora disponı́veis; foram

desenvolvidos seis classificadores com caracterı́sticas distintas. Estes classificadores surgiram de uma

diferente combinação do corpus utilizado para treino e da escala de inteligibilidade a prever pelo clas-

sificador (Tabela 4.2).

Corpus
Escala

8 nı́veis 5 nı́veis 3 Nı́veis

Instituto Camões x X X

Anotadores x X X

Porto Editora X x X

Tabela 4.2: Diferentes classificadores desenvolvidos

Os três corpora utilizados para treino dos classificadores foram: o corpus proveniente do Instituto

Camões (secção 3.2.1), corpus proveniente da reclassificação manual (secção 3.2.1.1) e o corpus dispo-

nibilizado pela Porto Editora (secção 3.2.2). A construção do corpus proveniente da reclassificação ma-

nual tem em conta o consenso entre a maioria dos classificadores humanos que participaram na tarefa

de anotação manual (secção 3.2.1.1).

Os classificadores desenvolvidos foram treinados para prever três escalas, a primeira baseada nos

três graus do sistema de ensino escolar em Portugal (2o e 3o ciclo do ensino básico e ensino secundário),

ou seja do 5o ao 12o ano letivo; a segunda escala é baseada nos cinco nı́veis de proficiência em Português

como lı́ngua estrangeira e definida pelo QuaREPE; e a última, baseada é numa escala simplificada de três

nı́veis, isto é, o classificador foi treinado para prever se um texto pertence ao nı́vel A, B ou C. Considera-

se que a utilização da escala simplificada é importante porque a distinção entre os nı́veis A1 e A2 ou B1

e B2 pode ser muito difı́cil.

4.3 Interfa
e Web

Nesta secção, é apresentada a interface web para o sistema de extração de caracterı́sticas linguı́sticas

dos textos (figura 4.3), onde o utilizador introduz o texto e recebe como resposta 52 caracterı́sticas

linguı́sticas (descritas na secção 4.1.5) organizadas nos seguintes grupos: categorias morfossintáticas,

sintagmas e métricas relativas a frases; métricas relativas a palavras; métricas relacionadas com verbos

e diferentes métricas que envolvem médias e frequências; diversas métricas que envolvem sı́labas; e

métricas adicionais. Para além da extração de caracterı́sticas linguı́sticas, esta interface também expõe

os dois melhores classificadores automáticos de inteligibilidade, um para a escala de cinco nı́veis de pro-

ficiência do Português como segunda lı́ngua definida pelo QuaREPE e outro para a escala simplificada

de três nı́veis (figura 4.4).
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Figura 4.3: Interface do sistema de extração de caracterı́sticas linguı́sticas

Esta interface permite ao utilizador escolher entre dois idiomas (português e inglês) por forma

a disponibilizar o trabalho realizado ao maior número de utilizadores (figura 4.3). No sistema de

classificação, o resultado do nı́vel de inteligibilidade previsto pelo classificador é acompanhado com

a informação linguı́stica, extraı́da do texto em análise, utilizada pelo classificador. Para facilitar a

interpretação e análise dos resultados, cada caracterı́stica linguı́stica é acompanhada com uma barra

que enquadra o valor alcançado da caracterı́stica face ao valor máximo observado da mesma no con-

junto de textos utilizados para treino do sistema. Esta barra apresenta três cores diferentes dependendo

do valor alcançado pela caracterı́stica, isto é, verde quando a percentagem alcançada é inferior a 34%

do valor máximo observado, amarela entre 34% e 68% e vermelha quando alcança valores superiores a

68% (figura 4.4).
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Figura 4.4: Interface dos classificadores automáticos de inteligibilidade
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5Avalia�
~ao
Este capı́tulo apresenta a avaliação do módulo de análise de textos (secção 5.1). Seguidamente,

descreve os resultados obtidos para cada classificador de inteligibilidade desenvolvido (secção 5.2).

5.1 M�odulo de an�alise de textos

Os parâmetros extraı́dos já foram apresentados no capı́tulo 4. Para a avaliação do módulo de análise

de textos utilizam-se as métricas de precisão (em inglês, precision), abrangência (em inglês, recall) e medida-F

(em inglês, F-measure) alcançadas para cada parâmetro extraı́do. A medida de precisão indica a percen-

tagem dos parâmetros corretamente extraı́dos pelo sistema relativamente ao total de parâmetros que

foram extraı́dos. Esta medida pode ser interpretada como indicando o grau de confiança com que se

pode usar o sistema para extrair parâmetros de inteligibilidade a partir de textos. A abrangência indica

a proporção de parâmetros corretamente extraı́dos pelo sistema relativamente ao total de parâmetros

que se esperava fossem extraı́dos. A medida-F combina as medidas de precisão e de abrangência e

corresponde à média harmónica destas medidas, atribuindo-lhes igual peso. As fórmulas para calcular

estas métricas são as seguintes:

Precisão =
tp

tp+ fp
, Abrangência =

tp

tp+ fn
, Medida-F =

2× Precision × Recall

Recall + Precision
(5.1)

Onde:

tp = verdadeiros positivos (em inglês, true positives), isto é os casos corretamente extraı́dos/classificados

pelo sistema; e

fp = falso positivos (em inglês, false positives), isto é, os casos incorretamente classificados.

fn = falsos negativos (em inglês, false negatives), isto é, os casos que deviam ter sido extraı́dos/classificados

pelo sistema mas que este ignorou.

O texto utilizado para a avaliação foi extraı́do de textos jornalı́sticos do corpus LE-PAROLE (Nasci-

mento et al., 1998) para o português europeu. A tabela 5.1 mostra os resultados da avaliação do sistema,

por grupo de parâmetros extraı́dos. De acordo com estes resultados, o sistema identificou corretamente

a maioria dos parâmetros (medida-F entre 97,70% e 100%). O grupo de parâmetros das categorias mor-

fossintáticas (POS) foi o que apresentou menor valor de precisão, uma vez que o sistema encontrou 158



nomes, enquanto o corpus anotado continha apenas 144. O valor de abrangência mais baixo ocorreu

para o grupo dos verbos, onde apenas 56 dos 63 verbos foram identificados. Esta falha na identificação

de verbos afetou por sua vez a abrangência do grupo dos sintagmas. Globalmente, o sistema alcançou

uma medida-F de 98,85%.

Grupo de parâmetros Encontrados Corretos Manual Precisão Abrangência Medida-F

POS 576 553 556 96,01% 99,46% 97,70%
Sintagmas 269 264 271 98,14% 97,42% 97,78%
Verbos 153 153 159 100,00% 96,23% 98,08%
Frases e palavras 796 796 796 100,00% 100,00% 100,00%
Médias e frequências 39,57 39,52 39,52 99,87% 100,00% 99,94%
Sı́labas 1 245 1 236 1 255 99,28% 98,49% 98,88%
Métricas adicionais 45,65 45,64 45,64 99,99% 100,00% 99,99%
Total 3 134,22 3 087,16 3 122,16 98,81% 98,88% 98,85%

Os valores das colunas “Encontrados”, “Corretos” e “Manual” correspondem, respetivamente, ao número de parâmetros iden-
tificados pelo sistema, parâmetros corretamente identificados pelo sistema e parâmetros anotados manualmente no corpus. Os
valores do grupo de métricas adicionais são fracionário devido à presença de parâmetros que envolvem rácios, como o caso do
número de pronomes por NP.

Tabela 5.1: Resultados da avaliação do módulo de análise para cada grupo de parâmetros extraı́dos

Para completar a avaliação do sistema de análise de textos, foi também medido o seu tempo de

execução, distinguindo-se cada um dos diferentes módulos de análise envolvidos. Para tal, utilizaram-

se 12 textos jornalı́sticos com diferentes dimensões em termos de número de palavras, retirados do

mesmo corpus utilizado para a avaliação dos parâmetros extraı́dos (tabela 5.2).

Tamanho do texto
(no de palavras)

STRING
(s)

YAH
(s)

Extração de informação
lexical (s)

Extração de parâmetros
(s)

88 7,393 0,004 4,052 1,421
144 7,573 0,005 4,351 1,598
199 7,690 0,007 4,218 1,675
290 7,833 0,009 4,341 1,977
332 7,943 0,009 4,292 1,985
397 8,017 0,011 4,202 2,101
499 8,353 0,015 4,255 2,220
534 8,453 0,013 4,288 2,297
598 8,603 0,013 4,309 2,421
649 8,677 0,016 4,307 2,393
900 9,300 0,020 4,410 2,516

1 065 9,857 0,024 4,190 2,659

O desempenho foi medido em tempo de CPU de utilizador (em inglês, user CPU time), numa máquina com um processador Intel
Xenon E5530 @2,40 GHz com 4 cores. Os resultados apresentados são médias de 3 execuções por texto.

Tabela 5.2: Resultados do desempenho do módulo de análise de acordo com textos de diferentes tama-
nhos

Através da análise dos dados presentes na tabela 5.2, é possı́vel notar que, apesar do desempenho

do sistema depender do tamanho do texto, um aumento de 1200% do número de palavras apenas se

traduz num aumento de 40% de tempo de CPU. O sistema de extração de informação lexical tem um

tempo de execução elevado face ao sistema YAH ou da tarefa de extração de parâmetros, devido à
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quantidade de informação carregada presente no corpus de frequências de palavras. Como esperado, a

cadeia de processamento STRING é a componente do sistema que demora mais tempo, devido a todas

as tarefas que este necessita de efetuar. Deste modo, e tendo em conta que a STRING, o YAH e a extração

de informação lexical de um texto são executados em paralelo, o tempo total necessário para a execução

do módulo de análise de textos é dado pela soma do tempo despendido pelo sistema STRING mais

o tempo de extração de parâmetros, ou seja, aproximadamente entre 9 a 13 segundos para 88 e 1065

palavras, respetivamente.

5.2 Classi�
adores de inteligibilidade

5.2.1 Introdução

Recordando que foram desenvolvidos seis classificadores com base numa diferente combinação do

corpus utilizado para treino e da escala de inteligibilidade a prever pelo classificador (secção 4.2.3), esta

secção apresenta os resultados obtidos na avaliação dos diferentes classificadores desenvolvidos.

A avaliação de cada classificador está dividida em duas componentes. A primeira corresponde

à identificação dos principais parâmetros que mais contribuı́ram para o sucesso do classificador em

causa através do algoritmo de seleção de atributos InfoGainAttributeEval1, disponı́vel na ferramenta de

aprendizagem automática WEKA. A segunda está relacionada com o desempenho dos classificadores.

O desempenho dos classificadores foi medido recorrendo ao corpus de treino através da técnica

de avaliação cruzada com dez partições (em inglês, 10-fold cross-validation) e através do conjunto de teste

composto por 32 exames nacionais (secção 3.2.2), exceto para os classificadores que preveem a inteligi-

bilidade numa escala de cinco nı́veis, em que o conjunto de testes não foi utilizado, porque os exames

nacionais são do 6o, 9o e 12o ano letivos e não é possı́vel atribuir um nı́vel especı́fico (A1, A2, B1, B2

ou C1) a cada um deles. Adicionalmente são apresentadas matrizes de confusão e faz-se a comparação

entre os diversos algoritmos de aprendizagem automática testados em cada classificador.

No caso dos classificadores treinados para prever a inteligibilidade de textos numa escala de 3 nı́veis

foi possı́vel utilizar como um conjunto de teste o corpus que não foi usado para treino, por exemplo, no

caso do classificador treinado com o corpus do Instituto Camões para prever a inteligibilidade de textos

numa escala de 3 nı́veis (secção 5.2.3.2) o seu desempenho foi também avaliado utilizando o conjunto

de textos do corpus da Porto Editora como um conjunto de teste.

As métricas utilizadas para avaliar o desempenho dos classificadores desenvolvidos foram: exatidão

(em inglês, accuracy), que corresponde à percentagem de textos corretamente classificados, raiz do erro

1http://weka.sourceforge.net/doc.stable/weka/attributeSelection/InfoGainAttributeEval.html (consultado em Agosto 2013).
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quadrático (em inglês, root-mean-square error, RMSE), área abaixo da Caracterı́stica de Operação do Receptor

(em inglês, Area Under the Receiver Operator Curve, AUC) e estatı́stica Kappa (em inglês, Kappa statistics).

A métrica RMSE é utilizada para medir a diferença entre os valores observados e os valores es-

perados. Neste trabalho, pode ser entendida como o número médio de nı́veis de dificuldade em que

o resultado obtido difere do grau de inteligibilidade dos textos que foi manualmente atribuı́do. Esta

medida é importante uma vez que penaliza os erros que se encontrem mais distantes do valor esperado.

A AUC é uma estimativa da probabilidade que avalia o desempenho da classificação com base na

área abaixo da curva ROC (em inglês, ROC curve). A curva de ROC representa os compromissos entre os

verdadeiros positivos (true positives ou benefı́cios) e os falsos positivos (false positives ou custos). Para comparar

os classificadores usa-se a AUC, uma vez que esta sumariza o desempenho avaliado pela curva de ROC

para um único valor. A AUC pode ser interpretada como a probabilidade de um classificador atribuir

uma classificação correta (verdadeiro positivo) em vez de uma classificação errada (falso positivo) para

um exemplo aleatório. Por exemplo, um classificador com uma AUC de 0,8 significa que, para um caso

escolhido aleatoriamente, o classificador atribui a classificação correta em 80% das vezes. A AUC, assim

como a curva de ROC, avaliam o desempenho de classificadores binários, ou seja, classificadores com

apenas dois resultados possı́veis. Neste caso, como se trata de um problema de classificação em que

o resultado varia numa escala com mais de dois valores possı́veis (vários nı́veis de inteligibilidade), a

ferramenta de aprendizagem automática utilizada calcula o valor da AUC para cada nı́vel de inteligibi-

lidade, em que todos os outros nı́veis de inteligibilidade, excepto o que está em causa, são tratados como

uma classe negativa. Deste modo, os valores da AUC apresentados na avaliação de cada classificador

consistem na média dos valores de AUC obtidos para cada nı́vel de inteligibilidade. Quanto maior for o

valor da AUC de um classificador, melhor será também o seu desempenho, enquanto um classificador

aleatório tem um valor de AUC de 0,5.

A estatı́stica Kappa é uma medida que permite avaliar a concordância entre os resultados do clas-

sificador e os resultados esperados, onde o valor 1 representa uma concordância perfeita. Esta medida

permite avaliar o desempenho de um classificador, assim como, comparar o desempenho entre classifi-

cadores. Remete-se o leitor para mais informações sobre as métricas utilizadas (Witten et al., 2011).

Nos casos dos classificadores treinados para prever a inteligibilidade de textos numa escala maior

que os 3 nı́veis, é utilizada a métrica exatidão adjacente (em inglês, adjacent accuracy) com 1 nı́vel de difi-

culdade. Esta consiste na percentagem de resultados obtidos que são iguais ou que diferem apenas em

1 nı́vel dos resultados esperados. A medição simples da exatidão do sistema é uma medida demasiado

exigente para o problema em causa, uma vez que a inteligibilidade atribuı́da manualmente aos textos

pode não ser sempre consistente. Além disso, o principal problema da medida exatidão é que ignora

se os resultados diferem em um ou mais nı́veis, questão que é importante ter em conta para avaliar a

qualidade de um classificador.
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5.2.2 Classificador treinado com o corpus do Instituto Camões - 5 nı́veis

5.2.2.1 Contribuição dos parâmetros

A figura 5.1 apresenta os resultados dos quinze parâmetros que mais contribuı́ram na tarefa de

construção do classificador treinado com o corpus do Instituto Camões para prever a inteligibilidade de

textos numa escala de 5 nı́veis.

Figura 5.1: Contribuição dos principais parâmetros para o classificador treinado com o corpus do Insti-
tuto Camões (5 nı́veis)

Repare-se que, entre os cinco primeiros parâmetros, embora se encontrem alguns que são compu-

tacionalmente mais simples de obter, a saber, número de palavras (0,94), de palavras diferentes (0,93) e

de frases (0,54), figuram dois que resultam da cadeia de processamento, nomeadamente o número de

dependências (0,85) e o número total de nós2 (0,64). Este resultado valida, à partida, a utilização de

sistemas de PLN mais complexos. Os restantes parâmetros estão relacionados com os grupos de POS

(percentagem relativa de advérbios), sintagmas (percentagem relativa de VPASTPART, percentagem re-

lativa de VTEMP, percentagem relativa de VINF, percentagem relativa de VCOP e percentagem relativa

de PP) médias e frequências (média do comprimento das cadeias de relações de coordenação, frequência

de palavras com 4 ou menos sı́labas e média do comprimento das cadeias verbais) e métricas adicionais

(número de sintagmas nominais - NP - com determinantes indefinidos). As definições detalhadas dos

parâmetros utilizados já foram apresentadas na secção 4.1.5.

5.2.2.2 Classificador

O algoritmo de aprendizagem automática que obteve melhores resultados foi o LogitBoost (Fried-

man et al., 2000) (tabela 5.3).

2Recorde-se que um nó de uma árvore de análise sintática pode ser de três tipos: raiz, não-terminais e folhas. No caso da
STRING, a raiz é composta pelo sı́mbolo ”TOP”, os nós não-terminais contém os sı́mbolos resultantes da análise, isto é, POS ou
sintagmas, e as folhas são compostas por uma ou mais palavras do texto analisado.
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Algoritmos Exatidão RMSE

Naive Bayes 68,35% 0,339
Máquinas de vetor de suporte 70,04% 0,342
Regressão logı́stica 59,07% 0,402
K-nearest neighbors learner 65,40% 0,368
K* 70,04% 0,339
AdaBoost 59,49% 0,360
LogitBoost 75,11% 0,269
Holte’s OneR 69,20% 0,351
J48 71,31% 0,323
J48 grafted 72,57% 0,319
Decision stumps 61,18% 0,297
Random Forest 70,04% 0,275

Tabela 5.3: Comparação entre os diversos algoritmos de aprendizagem automática testados para o clas-
sificador treinado com o corpus do Instituto Camões (5 nı́veis)

A tabela 5.4 apresenta os resultados obtidos pelo melhor classificador desenvolvido neste contexto,

numa avaliação cruzada. O classificador atribuiu o nı́vel de inteligibilidade correto em média a 75,11%

(178 de 237 textos). É importante notar que, para a maioria dos textos, o nı́vel atribuı́do pelo classifi-

cador ou está correto, ou difere apenas de um nı́vel de inteligibilidade (tabela 5.5). Por esta razão, a

exatidão adjacente alcançou um valor de 91,98% e um valor de RMSE de 0,268, uma vez que os valores

esperados e os observados estão muito próximos. Nesta avaliação, o valor elevado da AUC indica que

o classificador tende a atribuir o nı́vel de inteligibilidade correto (verdadeiros positivos) a uma instância

aleatória. O valor do Kappa obtido foi 0,59, o que, de acordo com (Landis & Koch, 1977), corresponde a

uma concordância moderada.

Corpus Exatidão RMSE AUC Kappa Exatidão adjacente

Instituto Camões 75,11% 0,269 0,918 0,590 91,98%

Tabela 5.4: Avaliação do melhor classificador de inteligibilidade treinado com o corpus do Instituto
Camões (5 nı́veis)

(a) Nı́vel observado
A1 A2 B1 B2 C1

N
ı́v

e
l

e
sp

e
ra

d
o

A1 18 7 4 0 0
A2 2 27 10 0 0
B1 5 4 121 1 5
B2 0 0 4 2 8
C1 0 1 4 4 10

Tabela 5.5: Matriz de confusão obtida na avaliação cruzada do classificador de inteligibilidade treinado
com o corpus do Instituto Camões (5 nı́veis)
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5.2.3 Classificador treinado com o corpus do Instituto Camões - 3 nı́veis

5.2.3.1 Contribuição dos parâmetros

Relativamente ao classificador treinado com o corpus do Instituto Camões para prever a inteligi-

bilidade de textos numa escala simplificada (3 nı́veis), os parâmetros que mais contribuı́ram para o

sucesso do classificador foram: o número de palavras (0,67), o número de palavras diferentes (0,61)

e o número de dependências(0,60) (figura 5.2). Uma vez mais, é possı́vel observar a importância do

uso de um sistema de PLN mais sofisticado do que as simples contagens de palavras e frases para a

tarefa de classificação, ainda que estes fatores tenham, efetivamente, um peso importante na tarefa de

classificação.

Figura 5.2: Contribuição dos principais parâmetros para o classificador treinado com o corpus do Insti-
tuto Camões (3 nı́veis)

Comparando com o classificador semelhante treinado para prever a inteligibilidade numa escala

de 5 nı́veis, a lista dos quinze parâmetros que se destacaram no sucesso dos dois classificadores é muito

semelhante (coeficiente de correlação de Spearman de 0,881), mudando apenas a ordem de prioridade de

alguns parâmetros. O parâmetro de frequência de palavras com 4 ou menos sı́labas (0,14) não teve tanta

relevância para os resultados deste classificador face ao de 5 nı́veis (0,26). Porém, é importante destacar

que existem três parâmetros diferentes entre a lista ordenada dos 15 parâmetros que mais influenciaram

este classificador e a lista ordenada do classificador de 5 nı́veis; nomeadamente, no classificador de 5

nı́veis, o número de sintagmas nominais (NP) com determinantes indefinidos, a percentagem relativa

de verbos copulativos (VCOP) e a percentagem relativa de sintagmas preposicionais (PP), enquanto

neste classificador destacaram a percentagem relativa de numerais (NUM), a percentagem relativa de

particı́pios passados (PASTPART) e a percentagem relativa de sintagmas verbais.
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5.2.3.2 Classificador

O algoritmo de aprendizagem automática que obteve melhores resultados foi o J48 grafed (ta-

bela 5.6). Este algoritmo é uma implementação open source do algoritmo de árvore de decisão C4.5 (Quin-

lan, 1993). O segundo melhor algoritmo e com resultados muito semelhantes foi o LogitBoost (Friedman

et al., 2000), que alcançou uma exatidão inferior ao J48 grafed (80,17%), apesar de ter um valor de RMSE

inferior (0,294). Uma vez que, neste cenário, a escala de classificação utilizada é formada apenas por 3

nı́veis, o valor de RMSE foi considerado menos significante face ao valor da exatidão.

Algoritmos Exatidão RMSE

Naive Bayes 75,11% 0,405
Máquinas de vetor de suporte 75,11% 0,363
Regressão logı́stica 70,46% 0,439
K-nearest neighbors learner 72,15% 0,428
K* 77,22% 0,385
AdaBoost 68,78% 0,352
LogitBoost 80,17% 0,294
Holte’s OneR 73,84% 0,418
J48 80,17% 0,352
J48 grafted 81,44% 0,346
Decision stumps 70,89% 0,347
Random Forest 79,747% 0,295

Tabela 5.6: Comparação entre os diversos algoritmos de aprendizagem automática testados para o clas-
sificador treinado com o corpus do Instituto Camões (3 nı́veis)

O desempenho do classificador treinado com o melhor algoritmo foi medido recorrendo ao corpus

de treino (Instituto Camões) através da técnica de avaliação cruzada com dez partições e com os con-

juntos de treino formados pelos exames nacionais e pelos textos do corpus da Porto Editora (tabela 5.7).

Na avaliação cruzada com dez partições, o classificador conseguiu classificar corretamente em média

81,44% das instâncias (193 dos 237 textos). Neste caso, a exatidão adjacente com 1 nı́vel de dificuldade

não é apresentada, uma vez que apenas existem 3 nı́veis e o nı́vel B teria sempre o valor máximo. De

qualquer modo, é importante notar que no caso dos textos de nı́vel A e C, o nı́vel atribuı́do pelo clas-

sificador ou está correto ou difere apenas de um nı́vel de inteligibilidade (tabela 5.8). Assim sendo,

justifica-se o valor do RMSE e do AUC. Quanto ao valor de Kappa de 0,639, este corresponde a uma

concordância boa, de acordo com (Landis & Koch, 1977). Como era de esperar, este classificador teve um

desempenho melhor face ao classificador semelhante que prevê a inteligibilidade na escala de 5 nı́veis

(exatidão de 81,44% e 75,11%, respetivamente), uma vez que não existe a distinção entre os nı́veis de

inteligibilidade A1 e A2; B1 e B2.

Relativamente à avaliação resultante do conjunto de testes, o classificador desenvolvido apresen-

tou resultados baixos na identificação dos nı́veis de inteligibilidade dos exames nacionais (exatidão

de 46,88%), assim como nos testes compostos pelos 623 textos da Porto Editora (exatidão de 45,10%).
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Corpus Exatidão RMSE AUC Kappa

Instituto Camões 81,44% 0,346 0,831 0,639
Exames nacionais 46,88% 0,519 0,617 0,212

Porto Editora 45,10% 0,577 0,550 0,114

Tabela 5.7: Avaliação do melhor classificador de inteligibilidade treinado com o corpus do Instituto
Camões (3 nı́veis)

Estes resultados, para o conjunto de testes, correspondem ao esperado, uma vez que os critérios utiliza-

dos na seleção do nı́vel de inteligibilidade original dos textos dos exames nacionais e da Porto Editora

são diferente dos critérios usados nos textos do Instituto Camões. É preciso ter em conta que os tex-

tos dos exames nacionais e da Porto Editora destinam-se ao ensino de acordo com os diferentes anos

de escolaridade no sistema de ensino português, enquanto os textos fornecidos pelo Instituto Camões

têm como principal finalidade ensinar português como segunda lı́ngua, estando classificados de acordo

com o QuaREPE (Grosso et al., 2011a, 2011b). Este facto é comprovado na diferença notável entre os

parâmetros que contribuem para classificadores treinados com o corpus do Instituto Camões e os clas-

sificadores treinados com o corpus da Porto Editora (secções 5.2.7.2 e 5.2.6.2).

(a) Nı́vel
observado

A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 57 11 0

B 12 127 11
C 0 10 9

(b) Nı́vel
observado
A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 2 2 5

B 1 4 8
C 1 0 9

(c) Nı́vel
observado

A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 17 50 34

B 54 96 78
C 31 95 168

Tabela 5.8: Matrizes de confusão obtidas (a) no corpus do Instituto Camões, (b) no conjunto de testes
formados por textos de exames e (c) no conjunto de testes formado por textos da Porto Editora do
classificador de inteligibilidade treinado com o corpus do Instituto Camões (3 nı́veis)

5.2.4 Classificador treinado com o corpus reclassificado do Instituto Camões - 5

nı́veis

5.2.4.1 Contribuição dos parâmetros

À semelhança do classificador treinado com o corpus do Instituto Camões para prever a inteligi-

bilidade de um texto numa escala de 3 nı́veis, os parâmetros que mais contribuı́ram para o sucesso do

classificador treinado com o corpus reclassificado do Instituto Camões para prever a inteligibilidade de

textos numa escala de 5 nı́veis foram: o número de dependências (0,69), o número de palavras (0,69) e o

número de palavras diferentes (0,68) (figura 5.3).

Comparando com o classificador semelhante treinado com o corpus do Instituto Camões para pre-

ver a inteligibilidade na escala de 5 nı́veis, a lista dos quinze parâmetros que se destacaram no sucesso
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Figura 5.3: Contribuição dos principais parâmetros para o classificador treinado com o corpus reclassi-
ficado do Instituto Camões (5 nı́veis)

dos dois classificadores tem algumas semelhanças (coeficiente de correlação de Spearman de 0,528),

nomeadamente nos parâmetros que se destacaram como mais importantes. Mais uma vez é evidente

a importância do uso de um sistema de PLN mais sofisticado face ao uso de caracterı́sticas baseadas

apenas em técnicas ou estatı́sticas simples.

5.2.4.2 Classificador

Neste cenário, o algoritmo máquinas de vetor de suporte (SVM) (Cortes & Vapnik, 1995) obteve

melhor desempenho entre o conjunto dos diversos algoritmos de aprendizagem automática testados

(tabela 5.9).

Algoritmos Exatidão RMSE

Naive Bayes 48,95% 0,432
Máquinas de vetor de suporte 58,65% 0,351
Regressão logı́stica 45,57% 0,464
K-nearest neighbors learner 46,84% 0,456
K* 51,06% 0,435
AdaBoost 47,26% 0,358
LogitBoost 55,69% 0,360
Holte’s OneR 53,58% 0,431
J48 45,99% 0,442
J48 grafted 47,68% 0,437
Decision stumps 47,26% 0,361
Random Forest 56,96% 0,338

Tabela 5.9: Comparação entre os diversos algoritmos de aprendizagem automática testados para o clas-
sificador treinado com o corpus reclassificado do Instituto Camões (5 nı́veis)

A tabela 5.10 apresenta os resultados obtidos pelo melhor classificador desenvolvido neste con-
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texto numa avaliação cruzada. O classificador atribuiu o nı́vel de inteligibilidade correto em média de

58,65% (139 de 237 textos). Mais uma vez, nota-se que para maioria dos textos, o nı́vel atribuı́do pelo

classificador ou está correto, ou difere apenas de um nı́vel de inteligibilidade (tabela 5.11). Por esta

razão, a exatidão adjacente alcançou um valor de 96,62%, justificando-se o valor de RMSE (0,351) e da

AUC (0,774). O valor do Kappa obtido foi 0,397, o que corresponde a uma concordância fraca, de acordo

com (Landis & Koch, 1977).

Corpus Exatidão RMSE AUC Kappa Exatidão adjacente

Instituto Camões 58,65% 0,351 0,774 0,397 96,62%

Tabela 5.10: Avaliação do melhor classificador de inteligibilidade treinado com o corpus reclassificado
do Instituto Camões (5 nı́veis)

(a) Nı́vel observado
A1 A2 B1 B2 C1

N
ı́v

e
l

e
sp

e
ra

d
o

A1 4 13 1 0 0
A2 2 68 22 0 0
B1 1 20 47 9 1
B2 0 5 15 13 3
C1 0 0 0 6 7

Tabela 5.11: Matriz de confusão obtida na avaliação cruzada do classificador de inteligibilidade treinado
com o corpus reclassificado do Instituto Camões (5 nı́veis)

Em termos comparativos, este classificador obteve valores de exatidão inferiores ao classificador

treinado com o corpus do Instituto Camões para prever a inteligibilidade na escala de 5 nı́veis, e como

consequência, os valores de RMSE, AUC e de Kappa são também piores. Porém a exatidão adjacente é

superior o que indica que este classificador acerta menos vezes no nı́vel de inteligibilidade correto do

texto, mas os erros foram de gravidade inferior, ou seja, a distância do erro à classificação correta foi

menor.

5.2.5 Classificador treinado com o corpus reclassificado do Instituto Camões - 3

nı́veis

5.2.5.1 Contribuição dos parâmetros

À semelhança do classificador treinado com o corpus reclassificado do Instituto Camões para pre-

ver a inteligibilidade de um texto numa escala de 5 nı́veis, os parâmetros que mais contribuı́ram para o

sucesso do classificador treinado com o corpus reclassificado do Instituto Camões para prever a inteli-

gibilidade de textos numa escala simplificada (3 nı́veis) foram: o número de palavras (0,59), o número

de palavras diferentes (0,58) e o número de dependências (0,53) (figura 5.4).
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Figura 5.4: Contribuição dos principais parâmetros para o classificador treinado com o corpus reclassi-
ficado do Instituto Camões (3 nı́veis)

Comparando com o classificador semelhante treinado com o corpus do Instituto Camões para pre-

ver a inteligibilidade na escala simplificada, a lista dos quinze parâmetros que se destacaram no sucesso

dos dois classificadores tem algumas semelhanças (coeficiente de correlação de Spearman de 0,498), no-

meadamente nos parâmetros que se destacaram como mais importantes. Mais uma vez é evidente a

importância do uso de um sistema de PLN mais sofisticado.

5.2.5.2 Classificador

O algoritmo de aprendizagem automática que obteve melhores resultados foi o Holte’s OneR (Holte,

1993) (tabela 5.12).

Algoritmos Exatidão RMSE

Naive Bayes 75,53% 0,391
Máquinas de vetor de suporte 75,11% 0,385
Regressão logı́stica 70,46% 0,420
K-nearest neighbors learner 66,25% 0,471
K* 67,93% 0,450
AdaBoost 71,73% 0,370
LogitBoost 75,79% 0,380
Holte’s OneR 78,59% 0,382
J48 69,20% 0,440
J48 grafted 71,30% 0,426
Decision stumps 71,73% 0,377
Random Forest 75,95% 0,338

Tabela 5.12: Comparação entre os diversos algoritmos de aprendizagem automática testados para o
classificador treinado com o corpus do Instituto Camões (3 nı́veis)

O desempenho do classificador treinado com o melhor algoritmo foi medido recorrendo ao corpus
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de treino (Instituto Camões reclassificado) através da técnica de avaliação cruzada com dez partições e

com os conjuntos de treino formados pelos exames nacionais e pelos textos do corpus da Porto Editora

(tabela 5.13). Na avaliação cruzada com dez partições, o classificador conseguiu classificar corretamente

em média 78,06% das instâncias (185 dos 237 textos). O valor de RMSE (0,382) e da AUC (0,794) são

justificados pelo facto do nı́vel atribuı́do pelo classificador aos textos de nı́vel A e C estar correto ou

diferir apenas de um nı́vel de inteligibilidade (tabela 5.8). Quanto ao valor de Kappa de 0,594, este

corresponde a uma concordância moderada, de acordo com (Landis & Koch, 1977).

Corpus Exatidão RMSE AUC Kappa

Instituto Camões 78,06% 0,382 0,794 0,594
Exames nacionais 31,25% 0,458 0,476 0,043

Porto Editora 43,98% 0,384 0,544 0,092

Tabela 5.13: Avaliação do melhor classificador de inteligibilidade treinado com o corpus reclassificado
do Instituto Camões (3 nı́veis)

(a) Nı́vel
observado
A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 92 18 0

B 26 87 1
C 0 7 6

(b) Nı́vel
observado
A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 0 4 5

B 1 3 9
C 0 3 7

(c) Nı́vel
observado

A B C
N

ı́v
e

l

e
sp

e
ra

d
o A 24 29 28

B 21 125 82
C 24 145 125

Tabela 5.14: Matrizes de confusão obtidas (a) no corpus reclassificado do Instituto Camões, (b) no con-
junto de testes formados por textos de exames e (c) no conjunto de testes formado por textos da Porto
Editora do classificador de inteligibilidade treinado com o corpus reclassificado do Instituto Camões (3
nı́veis)

Relativamente à avaliação resultante do conjunto de testes, o classificador desenvolvido apresen-

tou baixos resultados na identificação dos nı́veis de inteligibilidade dos exames nacionais (exatidão de

31,25%), assim como nos testes compostos pelos 623 textos da Porto Editora (exatidão de 43,98%). Este

classificador obteve pior desempenho do que o classificador treinado com o corpus original do Instituto

Camões para prever a inteligibilidade dos textos na escala simplificada.

5.2.6 Classificador treinado com o corpus da Porto Editora - 8 nı́veis

5.2.6.1 Contribuição dos parâmetros

A figura 5.5 apresenta os resultados dos quinze parâmetros que mais contribuı́ram na tarefa de

construção do classificador treinado com o corpus da Porto Editora para prever a inteligibilidade de

textos numa escala de 8 nı́veis, ou seja, do 5o ao 12o anos letivos.

Ao contrário dos classificadores anteriores, em que apenas um número reduzido de caracterı́sticas
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Figura 5.5: Contribuição dos principais parâmetros para o classificador treinado com o corpus da Porto
Editora (8 nı́veis)

(3 a 5) apresentava um fator de contribuição importante, enquanto os restantes revelavam uma

contribuição bastante menor, neste caso verifica-se uma gradação mais suave entre a contribuição das

diferentes caraterı́sticas. Os parâmetros que mais contribuı́ram para o processo de classificação estão re-

lacionados com os verbos (secções 4.1.5.2 e 4.1.5.4), tanto as contagens simples (percentagem relativa de

verbos e percentagem relativa de verbos plenos) como os parâmetros derivados do grupo dos sintagmas

(percentagem relativa de sintagmas verbais e a percentagem relativa de sintagmas verbais com o verbo

numa forma finita), o que justificam, mais uma vez, a utilização de sistemas de PLN mais complexos

na tarefa de classificação. Por outro lado, o comprimento médio das frases encontra-se em 6o lugar, o

que mostra a importância dos parâmetros tradicionais no processo de classificação de textos quanto ao

nı́vel de inteligibilidade. Esta lista ordenada de parâmetros é bastante diferente da lista ordenada de

parâmetros que se destacaram nos classificadores treinados com o corpus do Instituto Camões (coefici-

ente de correlação de Spearman de 0,144 com o de 5 nı́veis e 0,105 com o de 3 nı́veis), comprovando que

os textos são bastante diferentes entre os dois corpora.

5.2.6.2 Classificador

Neste cenário, o algoritmo máquinas de vetor de suporte (SVM) (Cortes & Vapnik, 1995) obteve

melhor desempenho entre o conjunto dos diversos algoritmos de aprendizagem automática testados

(tabela 5.15). O algoritmo de regressão logı́stica (Bishop, 2006) ficou em segundo lugar com valores de

exatidão (39,33%) e RMSE (0,326) ligeiramente piores.

A tabela 5.16 apresenta os dados resultantes da avaliação do melhor classificador desenvolvido.

Estes resultados foram medidos recorrendo ao corpus de treino (Porto Editora) através da técnica de
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Algoritmos Exatidão RMSE

Naive Bayes 31,46% 0,386
Máquinas de vetor de suporte 40,45% 0,313
Regressão logı́stica 39,33% 0,326
K-nearest neighbors learner 34,19% 0,403
K* 32,58% 0,401
AdaBoost 29,13% 0,319
LogitBoost 36,11% 0,314
Holte’s OneR 27,77% 0,425
J48 28,25% 0,404
J48 grafted 28,73% 0,404
Decision stumps 29,21% 0,319
Random Forest 34,99% 0,315

Tabela 5.15: Comparação entre os diversos algoritmos de aprendizagem automática testados para o
classificador treinado com o corpus da Porto Editora (8 nı́veis)

Corpus Exatidão RMSE AUC Kappa Exatidão adjacente

Porto Editora 40,45% 0,313 0,724 0,276 59,71%
Exames nacionais 21,88% 0,336 0,593 0,102 53,13%

Tabela 5.16: Avaliação do melhor classificador de inteligibilidade treinado com o corpus da Porto Editora
(8 nı́veis)

avaliação cruzada com dez partições e o conjunto de treino formado pelos textos dos exames nacionais.

Na avaliação cruzada com dez partições, o classificador apenas conseguiu classificar corretamente em

média 40,45% das instâncias (252 dos 623 textos). Neste cenário, observa-se na tabela 5.17 que existe uma

maior dispersão quanto ao nı́vel de inteligibilidade atribuı́do pelo classificador, o qual difere do nı́vel de

referência em mais de um nı́vel num número considerável de casos. Tal leva a que o valor de exatidão

adjacente tenha sido de apenas 59,71% e o RMSE de 0,313 (contra a exatidão adjacente de 91,28% e

RMSE de 0,269 alcançados pelo classificador treinado com o corpus do Instituto Camões para prever a

inteligibilidade dos textos numa escala de 5 nı́veis). Nesta avaliação, o valor da AUC é mais baixo do

que os valores alcançados nos classificadores treinados com o corpus do Instituto Camões, indicando

que o classificador tem um pior desempenho e tende a atribuir o nı́vel de inteligibilidade incorreto a

uma instância aleatória. O valor do Kappa obtido foi 0,276, o que corresponde a uma concordância fraca,

de acordo com (Landis & Koch, 1977).

Relativamente à avaliação resultante do conjunto de testes formados por exames nacionais, o clas-

sificador desenvolvido apresentou baixos resultados na identificação dos nı́veis de inteligibilidade dos

textos dos exames (exatidão de 21,88% e exatidão adjacente de 53,13%).
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(a) Nı́vel observado
5 6 7 8 9 10 11 12

N
ı́v

e
l

e
sp

e
ra

d
o

5 65 4 4 5 4 0 5 4
6 6 0 0 2 1 0 1 0
7 16 0 9 19 5 0 6 13
8 18 0 4 22 7 0 8 17
9 10 0 8 13 2 0 16 35

10 5 0 4 6 3 0 3 10
11 2 0 1 9 8 0 52 39
12 5 0 1 10 3 0 31 91

(b) Nı́vel observado
5 6 7 8 9 10 11 12

N
ı́v

e
l

e
sp

e
ra

d
o 6 4 0 0 2 1 0 1 1

9 3 0 0 4 0 0 2 4
12 0 0 1 0 0 0 2 7

Tabela 5.17: Matrizes de confusão obtidas (a) no corpus da Porto Editora e (b) no conjunto de testes for-
mados por textos de exames do classificador de inteligibilidade treinado com o corpus da Porto Editora
(8 nı́veis)

5.2.7 Classificador treinado com o corpus da Porto Editora - 3 nı́veis

5.2.7.1 Contribuição dos parâmetros

No caso do classificador treinado com o corpus da Porto Editora para prever a inteligibilidade de

textos numa escala de 3 nı́veis, os parâmetros que mais influenciaram na construção do classificador fo-

ram: a percentagem relativa de sintagmas verbais (0,220), a frequência de verbos (0,218), o comprimento

médio das frases (0,209), a percentagem relativa de sintagmas verbais com os verbos numa forma finita

(VF) (0,204), a percentagem relativa de verbos diferentes (0,186) e a percentagem relativa de verbos ple-

nos (0,173) (figura 5.6).

Figura 5.6: Contribuição dos principais parâmetros para o classificador treinado com o corpus da Porto
Editora (3 nı́veis)

Naturalmente, o conjunto de parâmetros que mais contribuı́ram para esta classificação é quase

idêntico ao conjunto de parâmetros que se destacaram no classificador treinado para prever a inteligi-
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bilidade dos textos numa escala de 8 nı́veis (coeficiente de correlação de Spearman de 0,873). No caso

do classificador de 8 nı́veis, o número de palavras e a percentagem relativa de verbos auxiliares fazem

parte do conjunto dos 15 parâmetros que se destacaram, enquanto no caso do classificador de 3 nı́veis

estes dois parâmetros não aparecem. Em contrapartida, os parâmetros número de palavras diferentes e

percentagem relativa de nomes apareceram nos 15 parâmetros que contribuı́ram para o classificador de

3 nı́veis.

5.2.7.2 Classificador

O algoritmo de aprendizagem automática que obteve melhores resultados foi a regressão

logı́stica (Bishop, 2006) (tabela 5.18).

Algoritmos Exatidão RMSE

Naive Bayes 60,67% 0,492
Máquinas de vetor de suporte 64,69% 0,406
Regressão logı́stica 68,06% 0,391
K-nearest neighbors learner 60,19% 0,514
K* 58,27% 0,516
AdaBoost 53,45% 0,454
LogitBoost 59,87% 0,415
Holte’s OneR 50,56% 0,574
J48 53,13% 0,539
J48 grafted 53,29% 0,541
Decision stumps 53,45% 0,441
Random Forest 62,6% 0,405

Tabela 5.18: Comparação entre os diversos algoritmos de aprendizagem automática testados para o
classificador treinado com o corpus da Porto Editora (3 nı́veis)

A tabela 5.19 apresenta os resultados obtidos, do melhor classificador desenvolvido neste contexto,

medidos recorrendo ao corpus de treino (Porto Editora) através da técnica de avaliação cruzada com

dez partições e com os conjuntos de treino formados pelos exames nacionais e pelos textos do corpus do

Instituto Camões.

Corpus Exatidão RMSE AUC Kappa

Porto Editora 68,06% 0,391 0,815 0,479
Exames nacionais 59,38% 0,450 0,736 0,375
Instituto Camões 41,35% 0,532 0,547 0,057

Tabela 5.19: Avaliação do melhor classificador de inteligibilidade treinado com o corpus da Porto Editora
(3 nı́veis)

Na avaliação cruzada com dez partições, o classificador conseguiu classificar corretamente em média

68,06% das instâncias (424 dos 623 textos). À semelhança dos outros classificadores desenvolvidos para

prever a inteligibilidade dos textos numa escala de 3 nı́veis, a exatidão adjacente com 1 nı́vel de dificul-
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(a) Nı́vel
observado

A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 58 40 3

B 27 135 66
C 8 55 231

(b) Nı́vel
observado
A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 1 5 3

B 0 8 5
C 0 0 10

(c) Nı́vel
observado
A B C

N
ı́v

e
l

e
sp

e
ra

d
o A 21 38 9

B 14 68 68
C 2 8 9

Tabela 5.20: Matrizes de confusão obtidas (a) no corpus da Porto Editora, (b) no conjunto de testes
constituı́dos por textos de exames e (c) no conjunto de testes constituı́dos por textos do Instituto Camões
do classificador de inteligibilidade treinado com o corpus da Porto Editora (3 nı́veis)

dade não é apresentada. De qualquer modo, é importante notar que a maioria dos casos dos textos de

nı́vel A e C, o nı́vel atribuı́do pelo classificador ou está correto ou difere apenas de um nı́vel de inteligi-

bilidade (tabela 5.20). Desta forma, justifica-se o valor de RMSE e AUC alcançados. O valor do Kappa

obtido foi de 0,479, o que corresponde a uma concordância moderada, de acordo com (Landis & Koch,

1977).

Relativamente à avaliação resultante do conjunto de testes, o classificador desenvolvido conseguiu

classificar corretamente 59,38% dos textos pertencentes ao corpus formando pelos exames nacionais e

41,35% dos textos do corpus da Porto Editora.

Face ao classificador treinado com o corpus da Porto Editora para prever a inteligibilidade dos tex-

tos numa escala de 8 nı́veis, este classificador apresenta uma melhoria significativa na avaliação cruzada

e no desempenho na classificação do conjunto de testes formado pelos textos dos exames nacionais. Con-

tudo, o classificador tem um desempenho pior que os classificadores treinados com o corpus do Instituto

Camões. À semelhança do classificador de inteligibilidade treinado com o corpus do Instituto Camões

numa escala de 3 nı́veis, a diferença entre o corpus da Porto Editora e do Instituto Camões influencia os

resultados no conjunto de testes formados por um destes corpora.

5.2.8 Discussão dos resultados

5.2.8.1 Contribuição dos parâmetros de inteligibilidade

A análise da importância dos parâmetros para a medição da inteligibilidade de um texto depende

da origem da fonte de dados. No caso deste trabalho, é notável que textos provenientes do corpus

Instituto Camões, que têm como principal finalidade ensinar português como segunda lı́ngua, estando

classificados de acordo com o QuaREPE (Grosso et al., 2011a, 2011b), têm caracterı́sticas diferentes de

textos dos exames nacionais e da Porto Editora, que se destinam ao ensino de acordo com os diferentes

anos escolares no sistema de ensino português. Por este facto, é apresentada uma análise da influência

dos parâmetros no ponto de vista do corpus do Instituto Camões e outra focada nos resultados do
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corpus da Porto Editora.

Relativamente aos classificadores treinados com o corpus do Instituto Camões (original e reclassi-

ficado), os parâmetros que mais se destacam para a tarefa de medição de inteligibilidade de textos são

o número de palavras, o número de palavras diferentes, número de dependências e o número total de

nós e o número de frases. Além destes parâmetros, a percentagem relativa de VPASTPART, a percen-

tagem relativa de VINF e a média do comprimento das cadeias verbais apresentam-se nas listas dos 15

parâmetros que mais influenciaram a medição do nı́vel de inteligibilidade dos textos.

Do ponto de vista dos classificadores treinados com o corpus da Porto Editora, os parâmetros que

mais contribuı́ram para o processo de classificação estão relacionados com os verbos (secções 4.1.5.2 e

4.1.5.4), tanto em contagens simples (percentagem relativa de verbos e percentagem relativa de verbos

plenos) como nos parâmetros derivados do grupo dos sintagmas (percentagem relativa de sintagmas

verbais e a percentagem relativa de sintagmas verbais com o verbo numa forma finita). Por outro lado,

o comprimento médio das frases destaca-se de entre as caracterı́sticas utilizadas, o que mostra a im-

portância dos parâmetros tradicionais no processo de classificação de textos quanto ao nı́vel de inteligi-

bilidade.

Em ambos os casos, é possı́vel observar a importância do uso de um sistema de PLN mais sofis-

ticado do que as simples contagens de palavras e frases para a tarefa de classificação, ainda que estes

fatores tenham, efetivamente, um peso importante na tarefa de classificação. Por outro lado, aparente-

mente, a contribuição do hifenizador, no grupo dos 15 parâmetros mais importantes também é evidente,

apesar de não ser o mais importante na medição da inteligibilidade dos textos.

Numa análise mais detalhada da contribuição dos parâmetros de inteligibilidade, foram cons-

truı́dos diagramas de caixas (em inglês, box plot) para cada parâmetro utilizado, que permitiram obser-

var a variação de um parâmetro entre os diferentes nı́veis de inteligibilidade. Face ao elevado número

de diagramas e respeitando a dimensão deste documento, apenas são aqui apresentados três exemplos.

Através da análise dos diagramas de caixa concluiu-se que não existe, praticamente, nenhum parâmetro

que tenha valores totalmente distintos para cada nı́vel de inteligibilidade e, relativamente ao corpus do

Instituto Camões, o nı́vel de inteligibilidade B1 tem textos, que pela análise destes diagramas, parecem

pertencer ao nı́vel A1 e A2 (figura 5.7). Quanto aos diagramas de caixa realizados face ao corpus re-

classificado, os parâmetros que mais contribuem para a classificação, como por exemplo o número de

palavras diferentes (figura 5.8), têm uma variação mais distinta de valores entre os diferentes nı́veis de

inteligibilidade. Porém, em ambos os corpora, os restantes parâmetros, por exemplo a média do com-

primento das cadeias verbais (figura 5.9), não têm uma variação distinta dos valores entre os diferentes

nı́veis de inteligibilidade, o que pode ser um fator suplementar para comprovar que a tarefa de anotação

de textos, quanto ao seu nı́vel de inteligibilidade, é bastante complexa e, por isso, a concordância entre

os profissionais de lı́nguas está longe de ser pacı́fica (secção 3.2.1.1).
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Figura 5.7: Diagrama de caixa do parâmetro número de palavras diferentes relativamente ao corpus do
Instituto Camões

Figura 5.8: Diagrama de caixa do parâmetro número de palavras diferentes relativamente ao corpus
reclassificado do Instituto Camões
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Figura 5.9: Diagrama de caixa do parâmetro média do comprimento das cadeias verbais relativamente
ao corpus do Instituto Camões

5.2.8.2 Classificadores

Tanto na escala de cinco nı́veis de proficiência do português como segunda lı́ngua tal como definida

pelo QuaREPE (A1, A2, B1, B2 e C1), como na escala simplificada (A, B e C), os melhores classificadores

aqui desenvolvidos foram treinados com o corpus fornecido pelo Instituto Camões. O melhor classifica-

dor de cinco nı́veis obteve uma exatidão de 75,11%, RMSE de 0,269 e uma exatidão adjacente de 91,98%.

Tendo em conta apenas a exatidão adjacente, o classificador treinado com o corpus reclassificado do Ins-

tituto Camões, poderia ser considerado o melhor classificador uma vez que atingiu 96,62%. Contudo é

importante ter em consideração que este classificador apenas atribuiu o nı́vel de inteligibilidade correto

em média a 58.65% dos textos face ao classificador considerado melhor (75,11%). O melhor classificador

de três nı́veis obteve uma exatidão de 81,44% e RMSE de 0,346.

Nas experiências apresenta-se também um classificador para prever a inteligibilidade numa escala

de 8 nı́veis (5o ao 12o ano). Porém este obteve baixos resultados (exatidão de 40,45%, RMSE 0,313 e exa-

tidão adjacente de 59,71%), o que pode indicar tanto a inadequação desta escala como a menor precisão

da classificação de textos em nı́veis escolares.

Em termos comparativos, o sistema REAP.PT (Marujo et al., 2009; Pellegrini et al., 2012)

(secção 2.2.1), que baseia o cálculo da inteligibilidade de textos em caracterı́sticas lexicais, alcançou uma

exatidão adjacente com um nı́vel de inteligibilidade de 87,60% e um RMSE de 0,676 na avaliação cru-

zada. Tomando em consideração que este sistema calcula a inteligibilidade numa escala de 8 nı́veis (5o

ao 12o ano letivo), o classificador desenvolvido neste trabalho, numa escala semelhante, apresenta piores
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resultados. Estes podem estar a ser condicionados pelo facto de ter sido feita uma redução do material

de treino apenas a textos de leitura, uma vez que, para o cálculo da inteligibilidade, os classificado-

res se baseiam não só em caracterı́sticas lexicais mas também na gramática utilizada nos textos. Tendo

em conta que o objetivo principal deste trabalho consiste na criação de um classificador automático

para o ensino de Português como segunda lı́ngua e comparando os resultados da avaliação do sistema

REAP.PT com o melhor classificador desenvolvido na escala de cinco nı́veis de proficiência do português

como segunda lı́ngua e definida pelo QuaREPE (A1, A2, B1, B2 e C1) (com uma exatidão adjacente de

91,98% e um RMSE de 0,269), o classificador desenvolvido alcançou melhores resultados que o sistema

REAP.PT.

Por outro lado, o melhor classificador desenvolvido na escala de cinco nı́veis de proficiência do

português como segunda lı́ngua definida pelo QuaREPE (exatidão 75,11%) apresenta resultados melho-

res face ao classificador do sistema LX-CEFR (Branco et al., 2014) (secção 2.2.4) que obteve apenas uma

exatidão máxima de 30%, embora recorrendo apenas ao número médio de sı́labas por palavra. Sendo

este um sistema recente e o único encontrado para a classificação automática para textos escritos em por-

tuguês europeu para a escala de cinco nı́veis do QuaREPE, os resultados mostram que os classificadores

desenvolvidos neste trabalho alcançaram bons resultados.
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6Con
lus~oes
No inı́cio deste documento foi desenvolvido um estudo relacionado com o problema de

classificação de textos quanto à sua inteligibilidade, focado nas caraterı́sticas linguı́sticas utilizadas, na

sua combinação e consequentes resultados obtidos. Através deste estudo pode constatar-se que existe

uma grande variedade de fatores linguı́sticos, que podem ser extraı́dos de um texto e que influenciam

os resultados finais da classificação. Porém, alguns desses fatores têm-se destacado pela sua maior re-

levância na decisão do nı́vel de inteligibilidade de um texto. Os estudos mais recentes, têm recorrido

algoritmos de aprendizagem para combinar as diferentes caracterı́sticas linguı́sticas extraı́das e, conse-

quentemente, para a construção dos classificadores automáticos de inteligibilidade de textos.

Adicionalmente, com através deste estudo tomou-se conhecimento de algumas arquiteturas de

aprendizagem utilizadas para treinar e avaliar classificadores. Desta forma, construiu-se um sistema

baseado numa arquitetura composta por três módulos: análise de textos; treino; e classificação.

Relativamente ao módulo de análise de textos, a sua função é extrair as caraterı́sticas linguı́sticas

utilizadas pelo classificador automático de textos e é composta pela cadeia de Processamento de Lı́ngua

Natural STRING (Mamede et al., 2012), pelo hifenizador YAH (Figueirinha, 2013) e uma ferramenta

apresentada para a extração de informação lexical dos textos. Os classificadores de textos desenvol-

vidos basearam-se em 52 variedades de caraterı́sticas linguı́sticas, organizadas nos seguintes grupos

de informação: categorias morfossintáticas, sintagmas e métricas relativas a frases; métricas relativas a

palavras; métricas relacionadas com verbos e diferentes métricas que envolvem médias e frequências;

diversas métricas que envolvem sı́labas; e métricas adicionais. Quanto aos resultados do desempenho

deste módulo, o sistema identificou corretamente a maioria das caracterı́sticas linguı́sticas (medida-F de

98,85%) e comprovou-se que apesar do tempo de execução do sistema depender do tamanho do texto

em análise, um aumento de 1200% do número de palavras apenas se traduz num aumento de 40% de

tempo de CPU.

Quanto ao módulo de treino, recorreu-se a vários algoritmos de aprendizagem supervisionada dis-

ponı́veis na ferramenta de aprendizagem de máquina WEKA (Bouckaert et al., 2013). Ao todo, foram

criados seis classificadores com caracterı́sticas distintas, baseados em diferentes combinações do corpus

utilizado para treino e da escala de inteligibilidade a prever pelo classificador. Tanto na escala de cinco

nı́veis de proficiência do português como segunda lı́ngua e definida pelo QuaREPE (Grosso et al., 2011a,



2011b) (A1, A2, B1, B2 e C1), como na escala simplificada (A, B e C), os melhores classificadores desen-

volvidos foram treinados com o corpus fornecido pelo Instituto Camões. O melhor classificador de

cinco nı́veis obteve uma exatidão de 75,11%, RMSE de 0,269 e exatidão adjacente de 91,98% e o melhor

classificador de três nı́veis obteve uma exatidão de 81,44% e RMSE de 0,346.

Por fim, o módulo de classificação utiliza o conhecimento adquirido na fase de treino, classificando

textos em português europeu quanto sua inteligibilidade.

Apresentou-se ainda um estudo sobre os parâmetros utilizados na classificação e a sua importância

na medição da inteligibilidade dos textos e efetuou-se um estudo relacionado com o comportamento de

treze professores de lı́nguas especialistas na seleção e classificação de textos para o ensino de Português

como segunda lı́ngua, numa tarefa de reclassificação do corpus do Instituto Camões. Do estudo dos

parâmetros utilizados é possı́vel observar a importância do uso de um sistema de PLN mais sofisticado

do que as simples contagens de palavras e frases para a tarefa de classificação, ainda que estes fatores te-

nham, efetivamente, um peso importante nesta tarefa. Por outro lado, aparentemente, a contribuição do

hifenizador, cujos parâmetros se encontravam no grupo dos 15 parâmetros mais importantes, também

é evidente, apesar de não ser o mais importante na medição da inteligibilidade dos textos.

Relativamente ao estudo relacionado com a anotação de textos, comprovou-se que a tarefa de

anotação de textos quanto ao seu nı́vel de inteligibilidade é muito difı́cil e complexa, havendo uma

fraca concordância entre especialistas.

Este trabalho foi finalizado com a criação de uma interface web que disponibiliza o sistema de

extração de caracterı́sticas linguı́sticas desenvolvido e os dois classificadores com melhores resultados,

um para avaliar textos na escala de cinco nı́veis (A1, A2, B1, B2 e C1) e outro na escala simplificada (A,

B e C).

6.1 Contribui�
~oes

As principais contribuições no desenvolvimento desta tese foram:

• Criação de um sistema de extração de caracterı́sticas linguı́sticas para textos escritos em português

europeu, com o auxı́lio da cadeia de processamento STRING e do hifenizador YAH, que pode ser

facilmente estendido para a extração de outras caracterı́sticas linguı́sticas;

• Comprovou-se a dificuldade elevada da tarefa de anotação de textos escritos em português euro-

peu segundo a escala de cinco nı́veis de proficiência do português como segunda lı́ngua, definida

pelo QuaREPE (A1, A2, B1, B2 e C1), e a existência de uma fraca concordância entre especialistas

na realização desta tarefa.
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• Estudo sobre as caracterı́sticas linguı́sticas que mais contribuem para distinguir textos de diferen-

tes nı́veis de proficiência do português como segunda lı́ngua;

• Criação de um sistema de classificação automática de textos escritos em português europeu, que

pode ser utilizado em várias áreas: seleção de material de leitura adequado às capacidades dos es-

tudantes; regulação, como por exemplo, nos documentos que acompanham medicamentos, manu-

ais de ferramentas e software, instruções de segurança, etc, cuja correta interpretação, pela maioria

da população, é essencial para evitar riscos de várias ordens; entre outras;

• Corpus anotado por treze professores de lı́nguas especialistas, treinados na seleção e classificação

de textos, quanto ao seu nı́vel de inteligibilidade e segundo a escala de cinco nı́veis definida pelo

QuaREPE (A1, A2, B1, B2 e C1);

• Criação de uma interface web que disponibiliza os sistemas desenvolvidos para um público alar-

gado.

6.2 Trabalho futuro

Existe um conjunto de trabalho investigativo que poderá vir a ser realizado no seguimento deste tra-

balho, nomeadamente, relacionado com outras caracterı́sticas linguı́sticas que poderão melhorar os re-

sultados dos classificadores automáticos de inteligibilidade de textos. Por exemplo, durante a realização

deste trabalho, não foram consideradas certos tipos de construção verbal, tais como as construções com

verbo-suporte (e.g. O Pedro deu um(a) abraço/ajuda/boleia ao João), as construções com verbo-operador

causativo (e.g. A corrida deu fome ao Pedro) ou verbo-operador de ligação (e.g. O Pedro tem o João sob

vigilância), verbo-suporte de ocorrências (e.g. Isso deu-se em 2013) (Ranchhod, 1990; Baptista, 2005). Do

mesmo modo, não foi possı́vel explorar os casos de construções verbais fixas, idiomáticas (e.g. O Pedro

deu o braço a torcer, O Pedro deu com os burrinhos na água, O Pedro e a Ana deram o nó, O Pedro não não dá

para as encomendas) (Baptista et al., 2004). Esta decisão prende-se com o facto de a identificação deste

tipo de construções em textos ainda estar a ser desenvolvida na STRING. Ainda relacionado com as ca-

racterı́sticas linguı́sticas, pode também ser interessante explorar o número de lemas diferentes, uma vez

que, quanto maior a variedade de vocabulário empregue num texto, tanto maior será o conhecimento

lexical mobilizado pelo leitor.

Tomando em consideração a dimensão reduzida de corpora anotados quanto ao nı́vel de inteligi-

bilidade na escala de cinco nı́veis de proficiência do português como segunda lı́ngua e definida pelo

QuaREPE (Grosso et al., 2011a, 2011b) para o português europeu, poderão ser alvo de investigação

técnicas de aprendizagem não supervisionadas (em inglês, unsupervised learning), ou seja, técnicas de apren-

dizagem que não dependam de um corpus previamente classificado. Por exemplo, o uso de técnicas

de análise de cluster (em inglês, cluster analysis), que permite agrupar um conjunto de objetos em grupos
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(chamado clusters) através das suas semelhanças. Neste caso, as semelhanças são averiguadas a partir

dos valores das caracterı́sticas linguı́sticas obtidos pelo módulo de análise de textos para cada texto.

Apesar da simplicidade da interface realizada e apresentada neste documento, pretende-se no fu-

turo integrar o sistema de extração de caracterı́sticas linguı́sticas, assim como, o sistema de classificação,

na interface da cadeia de processamento STRING (https://string.l2f.inesc-id.pt). Como tra-

balho futuro, seria interessante investigar, para cada uma das caracterı́stica linguı́stica extraı́das pelo

sistema, os valores de fronteiras dos cinco nı́veis de proficiência do português como segunda lı́ngua. Tal

permitiria adaptar as barras que enquadram o valores alcançados das caracterı́sticas na interface apre-

sentada (secção 4.3) para um sistema de cinco cores associadas a cada nı́vel de proficiência, conferindo

uma melhor legibilidade e uma mais fácil interpretação dos valores extraı́dos para as caracterı́sticas

linguı́sticas de cada texto.

88



Bibliography

Aı̈t-Mokhtar, S., Chanod, J.-P., & Roux, C. (2002). Robustness Beyond Shallowness: Incremental Deep

Parsing. Natural Language Engineering, 8(3), 121–144.

Baptista, J. (2005). Sintaxe dos Nomes Predicativos com verbo-suporte ”ser de”. Lisboa: Fundação para a

Ciência e a Tecnologia/Fundação Calouste Gulbenkian.

Baptista, J., Correia, A., & Fernandes, G. (2004). Frozen sentences of Portuguese: Formal descriptions for

NLP. In Proceedings of the Workshop on Multiword Expressions: Integrating Processing, International

Conference of the European Chapter of the Association for Computational Linguistics (ACL’04) (pp. 72–

79). Barcelona, Spain.

Baptista, J., Costa, N., Guerra, J., Zampieri, M., Cabral, M., & Mamede, N. (2010). P-AWL: Academic Word

List for Portuguese. In Computational Processing of the Portuguese Language (LNAI/LNCS 6001) (pp.

120–123). Berlin/Heidelberg: Springer.

Baptista, J., Mamede, N., & Gomes, F. (2010). Auxiliary Verbs and Verbal Chains in European Portuguese.

In Proceedings of the 9th International Conference on Computational Processing of the Portuguese Language

(LNAI/LNCS 6001) (pp. 110–119). Berlin/Heidelberg: Springer.

Barboza, E. M. F., & Nunes, E. M. A. (2007). A inteligibilidade dos websites governamentais brasileiros e
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Educação e Ciência/Direção Geral de Inovação e Desenvolvimento Curricular, http:

//www.dgidc.min-edu.pt/outrosprojetos/data/outrosprojectos/Portugues/

Documentos/manual_quarepe_orientador_versao_final_janeiro_2012.pdf.

Grosso, M. J., Soares, A., Sousa, F. de, & Pascoal, J. (2011b). QuaREPE - Quadro de Referência para o Ensino

de Português no Estrangeiro. Tarefas, Actividades, Exercı́cios e Recursos para a Avaliação. Lisboa: Mi-
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IAnexos





AParâmetros utilizados na


lassi�
a�
~ao

Grupo Parâmetros

Categorias morfossintáticas

Adjetivos (ADJ)

Advérbios (ADV)

Artigos (ART)

Conjunções (CONJ)

Interjeições (INTERJ)

Nomes (NOUN)

Numerais (NUM)

Particı́pio passado (PASTPART)

Preposições (PREP)

Pronomes (PRON)

Pontuação (PUNCT)

Sı́mbolos especiais (SYMBOL)

Sintagmas

Nominal (NP)

Adjetival (AP)

Proposicional (PP)

Adverbial (ADVP)

Verbal auxiliar de tempo (VTEMP)

Verbal auxiliar de aspeto (VASP)

Verbal auxiliar de modo (VMOD)

Verbal copulativo (VCOP)

Verbal particı́pio passado (VPASTPART)

Verbal gerúndio (VGER)

Verbal infinitivo (VINF)

Verbal com o verbo numa forma finita (VF)

Orações subordinadas (SC e REL)

Sintagmas verbais (VF e VCOP)

Frases e palavras
Número de frases

Número de palavras



Grupo Parâmetros

Frases e palavras
Número de palavras diferentes

Frequência de palavras

Verbos

Número de verbos diferentes

Número de verbos auxiliares

Número de verbos plenos

Médias e frequências

Número médio de sintagmas verbais por frase

Comprimento médio de frases

Comprimento médio de sı́labas por palavras

Média do comprimento das cadeias verbais

Média do comprimento das cadeias de relações de coordenação

Frequência de verbos

Frequência de palavras com 4 ou menos sı́labas

Frequência de palavras com mais de 4 sı́labas

Métricas adicionais

Número total de dependências

Número total de número de nós na árvore de análise sintática

Número de pronomes por NP

Número de NP com determinantes definidos ou demonstrativos

Número de NP com determinantes indefinidos

Número de orações subordinadas

Número de orações coordenadas

Número de sujeitos omissos

Medida de inteligibilidade (Flesch Reading Ease BR)

Tabela A.1: Parâmetros utilizados na classificação

Relativamente aos parâmetros pertencentes aos grupos das categorias morfossintáticas, sintagmas,

verbos e métricas adicionais (à exceção do número total de dependências, do número total de número

de nós na árvore de análise sintática e do número de pronomes por NP), foram calculadas percentagens

relativas. Por exemplo, o parâmetro correspondente ao adjetivos é calculado da seguinte forma: número

de adjetivos/(número de palavras/1000).

Relativamente ao grupo dos verbos, relembro que o sistema considera as diferentes formas flexio-

nadas dos verbos como contagens independentes, tendo como principal objetivo medir a utilização de

diferentes tempos e formas verbais.
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B
An�alise detalhada dos

resultados da anota�
~ao

manual do 
orpus do

Instituto Cam~oes

B.1 Cara
teriza�
~ao dos anotadores

Foi preparado um formulário online para ajudar a caracterização dos anotadores que participaram

na tarefa de anotação do corpus. Dos 13 anotadores, 11 são detentores do grau de doutoramento e 2

de mestrado. As área de formação, tal como indicadas pelos anotadores, incluem: o ensino de lı́nguas

(1), e especificamente ensino de inglês como lı́ngua estrangeira (TESOL) (1); didática das lı́nguas (1), in-

cluindo didática do português como lı́ngua segunda/estrangeira (1), linguı́stica (4), lı́nguas e linguı́stica

Portuguesa (1), literatura (3) e lı́nguas e literaturas modernas (1). Todos os anotadores estão de algum

modo ligados ao ensino de PLE há bastante tempo, contudo apenas 5 indicaram estar a trabalhar atu-

almente como professores de PLE. Apenas esses deram indicação dos nı́veis de ensino, verificando-se

a seguinte distribuição: A1:5; A2:1; B1:2; B2:4; C1:3. Relativamente à sua experiência profissional (ex-

pressa em anos) como professor de PLE, esta variou bastante entre os anotadores: um deles indicou 18

anos de experiência, enquanto 6 anotadores têm 7 ou mais anos, sendo a média de 6,8.

B.2 Resultados dos diversos anotadores para 
ada texto

Os dois grupos de anotadores são A1 a A7 e A8 a A14, respetivamente (os identificadores A3 e A12

correspondem apenas a um anotador). A classificação original dos textos segundo o Instituto Camões

pode ser observada através do id do respetivo texto, ou seja, textos com id 0-28 pertencem ao nı́vel A1,

do id 300-338 pertencem ao A2, do id 600-735 pertencem ao B1, do id 900-913 pertencem ao B2 e do 1200-

1218 pertencem ao C1. Os textos que fizeram parte do grupo 1 estão assinalados com fundo cinzento.

Os restantes textos pertencem ao grupo 2.

Texto Classe anotada

id A1 A2 B1 B2 C1

0 A2 A4, A5, A6, A7, A3 A1

1 A2 A7, A3 A4, A5, A6, A1

2 A12
A8, A9, A11, A13,

A14
A10

3 A8 A9, A13, A14 A11, A12 A10

4 A2 A6 A4, A5, A7, A3, A1



Texto Classe anotada

id A1 A2 B1 B2 C1

5 A8 A13 A9, A10, A11, A14 A12

6 A8 A9, A14 A13 A10, A11, A12

7 A2 A4, A6 A5, A7, A3, A1

8 A2 A5 A4, A6, A7, A3, A1

9 A2 A6, A3 A7 A4, A5, A1

10 A2 A4, A6 A5, A7, A1 A3

11 A10
A11, A12, A13,

A14
A8 A9

12 A13 A14
A8, A9, A10, A11,

A12

13 A2 A4, A5, A6 A3, A1 A7

14
A8, A9, A10, A11,

A13, A14
A12

15 A2 A4 A5, A6, A3 A7, A1

16 A13 A12 A8, A9, A11, A14 A10

17 A8 A10, A13 A9, A12, A14 A11

18 A2 A4, A5, A6, A7, A3 A1

19 A2 A4 A5, A6, A3 A7 A1

20 A2 A4, A3 A6, A7 A5, A1

21 A2 A4, A6, A3 A5, A7 A1

22 A8, A13, A14 A9, A10, A12 A11

23
A8, A9, A10, A13,

A14
A11 A12

24 A10, A13 A8, A9, A11, A14 A12

25 A4, A6, A7, A3, A2 A5 A1

26 A2 A6 A4, A5 A7, A3, A1

27 A8, A9, A11, A14 A10, A12, A13

28 A9, A10, A11, A14 A8, A13 A12

300 A4, A5, A6, A3, A2 A7, A1

301 A8, A9, A13, A14 A12 A11 A10

302
A8, A10, A12, A13,

A14
A9, A11

303 A4 A2 A5, A6, A7, A3 A1

304 A8, A13, A14 A9, A10, A11 A12

305 A10, A13, A14 A8, A9 A11, A12

306 A8, A14 A10, A12, A13 A9, A11

307 A4, A5, A6, A3, A2 A7, A1

308 A13 A8, A10, A11, A14 A9 A12

309
A4, A5, A6, A7,

A3, A2, A1

310 A2
A4, A5, A6, A7,

A3, A1

311 A8, A13 A9, A14 A10, A11, A12
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Texto Classe anotada

id A1 A2 B1 B2 C1

312 A10
A8, A9, A11, A13,

A14
A12

313 A8, A13, A14 A9 A10, A11, A12

314 A2
A4, A5, A6, A7,

A3, A1

315 A12 A8, A11, A13, A14 A9, A10

316
A8, A9, A10, A11,

A12, A14
A13

317 A8, A10, A14 A13 A9, A11, A12

318 A10 A8, A9, A12, A13 A11, A14

319 A6, A2 A5, A7, A3 A4, A1

320 A4, A3, A2 A5, A6, A7 A1

321 A10
A8, A9, A11, A12,

A13, A14

322 A2 A4, A6, A7, A3 A5, A1

323 A2 A4, A6, A7, A3 A5, A1

324 A8, A10, A13 A12, A14 A9, A11

325 A3, A2 A5, A6, A7 A4, A1

326 A2 A6, A7, A3 A4, A5, A1

327
A4, A5, A6, A3,

A2, A1
A7

328 A2 A4 A5, A6, A7 A3, A1

329 A6, A2 A4, A7, A3 A5, A1

330 A8, A12, A13 A9, A11, A14 A10

331 A8, A14 A10, A13 A9 A11, A12

332 A6, A2 A4, A5, A7, A3 A1

333 A4, A6 A7, A3, A2 A5, A1

334 A2 A4, A5, A6, A7, A3 A1

335 A13, A14 A9, A10, A12 A8, A11

336 A8 A9, A10, A13, A14 A11, A12

337 A2 A6, A7, A3 A4, A5, A1

338
A9, A10, A11, A12,

A13, A14
A8

600 A10
A8, A9, A12, A13,

A14
A11

601 A8, A12, A14 A10, A13 A9, A11

602 A6 A4, A5, A3 A7, A2, A1

603 A6 A4, A5, A3 A7, A2, A1

604 A4, A5, A6 A7, A3, A2, A1

605 A6, A3 A4, A5, A7, A2, A1

606 A4, A6 A5, A3 A7, A2, A1

607 A4 A5, A6, A7, A3 A2, A1

608 A4 A5, A6, A7, A3, A1 A2

101



Texto Classe anotada

id A1 A2 B1 B2 C1

609 A4 A5, A6, A3 A7, A2, A1

610
A8, A9, A10, A13,

A14
A11, A12

611
A4, A5, A6, A7,

A3, A2
A1

612 A4, A7, A3 A6, A2, A1 A5

613 A4, A5, A6, A7, A2 A1 A3

614 A13, A14 A9, A10, A11 A8, A12

615 A9
A8, A11, A12, A13,

A14
A10

616
A8, A9, A10, A11,

A12, A13, A14

617
A4, A5, A6, A7,

A3, A1
A2

618 A13
A8, A10, A11, A12,

A14
A9

619 A6, A3 A4, A5, A7 A2, A1

620
A10, A12, A13,

A14
A9, A11 A8

621 A4, A6, A3 A5, A7, A1 A2

622 A8, A9, A14 A10, A11, A13 A12

623 A10 A9, A12, A13, A14 A8, A11

624 A8, A14
A9, A10, A11, A12,

A13

625 A4, A6, A7, A3, A2 A5, A1

626 A8, A9, A13, A14 A11, A12 A10

627 A4, A5, A6 A7, A3, A2, A1

628 A8, A9, A10, A14 A11, A13 A12

629
A9, A10, A11, A12,

A14
A8, A13

630 A4, A6, A7, A1 A5, A3, A2

631 A14 A9, A11 A8, A10, A13 A12

632 A4, A5, A6, A7 A3, A2, A1

633 A11, A13, A14 A8, A9, A10 A12

634 A5
A4, A6, A7, A3,

A2, A1

635 A4, A6, A7 A5, A3 A2, A1

636 A4 A5, A6, A7, A3, A2 A1

637 A10 A8, A12, A13, A14 A9, A11

638
A8, A9, A10, A11,

A14
A12, A13

639 A4, A6, A7 A5, A3, A1 A2

640 A9, A10, A13, A14 A8, A11, A12
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Texto Classe anotada

id A1 A2 B1 B2 C1

641 A5 A4, A6, A3, A2 A7, A1

642 A4, A6, A3 A5, A7, A2, A1

643 A9, A10
A8, A11, A12, A13,

A14

644 A4, A6 A5, A7, A3, A2, A1

645 A12, A13
A8, A9, A10, A11,

A14

646 A11, A13, A14 A8, A9, A10 A12

647 A8, A14 A9, A10, A11, A13 A12

648 A6, A7, A3 A4, A5, A2, A1

649
A11, A12, A13,

A14
A8, A9 A10

650 A6 A4, A5, A3 A7, A2, A1

651 A5, A6, A7, A3 A4, A1 A2

652 A13 A12, A14 A8, A10, A11 A9

653 A12, A13 A10 A8, A9, A11, A14

654 A4, A6 A5, A7, A3, A1 A2

655 A4 A6, A7, A3 A5, A2, A1

656 A4 A6, A7, A3 A5, A2, A1

657 A4, A6 A7 A3, A2, A1 A5

658
A8, A9, A10, A12,

A13, A14
A11

659 A9
A10, A12, A13,

A14
A8, A11

660 A4 A5, A1 A6, A7, A3 A2

661
A8, A10, A12, A13,

A14
A9, A11

662 A5, A7 A4, A6, A3, A1 A2

663 A6 A4, A5, A7, A3, A1 A2

664 A10, A12, A14 A8, A9, A13 A11

665 A10, A13
A8, A9, A11, A12,

A14

666
A8, A9, A12, A13,

A14
A11 A10

667 A12 A8, A9, A13, A14 A10, A11

668
A4, A6, A7, A3,

A2, A1
A5

669 A4, A5, A6, A3 A7, A2, A1

670 A8, A12, A13 A10 A9, A11, A14

671 A9, A10, A12, A13 A8, A11, A14

672 A4, A6 A5, A7, A3 A2, A1

673 A14 A9, A13 A8, A10, A11, A12
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Texto Classe anotada

id A1 A2 B1 B2 C1

674 A13
A8, A9, A11, A12,

A14
A10

675 A4, A5, A6, A3, A2 A7, A1

676 A12, A13 A10, A14 A8, A9, A11

677 A8, A13, A14 A9, A10, A11, A12

678 A10, A13, A14 A9, A12 A11 A8

679 A10, A13, A14 A9, A11, A12 A8

680 A8, A14 A11, A12, A13 A10 A9

681 A4, A5, A6 A7, A3, A2 A1

682 A9, A12, A13, A14 A8, A10, A11

683 A4, A7, A3, A2, A1 A5, A6

684 A4 A6, A7, A3, A1 A5, A2

685 A4, A5, A6, A7, A2 A3, A1

686 A4, A5 A6, A7, A3, A1 A2

687
A8, A9, A11, A12,

A14
A10, A13

688 A4, A5, A6, A7, A2 A3, A1

689 A6, A7, A3 A4, A5, A2, A1

690 A4, A6 A5, A7, A3, A2, A1

691 A4, A3 A5, A6, A7, A2, A1

692 A4, A6, A7, A3, A1 A5, A2

693 A4
A5, A6, A7, A3,

A2, A1

694 A4, A5 A6, A7, A3, A1 A2

695 A4, A5, A7, A2 A6, A3, A1

696 A6 A4, A5, A7, A3, A1 A2

697 A9, A12, A14 A10, A11, A13 A8

698 A12, A14 A9, A10, A11, A13 A8

699 A4, A5, A6, A7, A3 A1 A2

700 A9, A10, A14 A11, A12, A13 A8

701 A6 A4, A7, A3 A5, A2, A1

702 A10, A12, A14 A8, A9, A11, A13

703 A4, A6 A5, A1 A7, A3, A2

704 A9, A10, A13 A11, A12, A14 A8

705 A9, A10
A8, A11, A12, A13,

A14

706 A9, A14
A10, A11, A12,

A13
A8

707
A8, A9, A10, A11,

A12, A13, A14

708 A14
A8, A9, A11, A12,

A13
A10

709 A4, A5, A6, A3, A1 A7, A2
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Texto Classe anotada

id A1 A2 B1 B2 C1

710 A10
A8, A9, A11, A12,

A14
A13

711 A4, A5, A6, A2 A7, A3, A1

712 A8, A9
A10, A11, A13,

A14
A12

713
A9, A10, A12, A13,

A14
A8, A11

714 A12, A14 A9, A10, A11, A13 A8

715 A12 A13
A8, A9, A10, A11,

A14

716 A10 A12, A13 A8, A11 A9, A14

717 A8, A10 A9, A12, A13, A14 A11

718
A9, A10, A11, A12,

A14
A8, A13

719 A9
A8, A10, A11, A12,

A13, A14

720 A4, A6 A5, A7, A3 A2, A1

721 A12 A8, A10, A11, A13 A14 A9

722 A12, A13, A14 A8, A9, A10, A11

723 A9, A10, A13, A14 A8, A11, A12

724 A4, A6, A3 A5, A7, A2, A1

725 A4 A6, A3 A5, A7, A2, A1

726 A8, A10, A14 A9, A11, A13 A12

727 A2 A5, A6, A7, A3, A1 A4

728 A8, A12, A13 A9, A11, A14 A10

729
A4, A5, A6, A7,

A3, A1
A2

730 A4, A5, A3, A2 A6, A7, A1

731 A7, A3, A2 A4, A5, A1 A6

732 A13, A14 A9, A10, A11, A12 A8

733 A5, A3, A1 A4, A6, A7, A2

734 A5, A3 A6, A1 A4, A7, A2

735 A10 A11, A13, A14 A8, A9 A12

900 A4, A5, A7 A6, A1 A3, A2

901 A3 A4, A5, A7, A2, A1 A6

902 A4, A5 A6, A7, A3, A1 A2

903
A11, A12, A13,

A14
A8, A9 A10

904 A13 A8, A14 A9, A10, A11, A12

905 A5, A3 A2, A1 A4, A6, A7

906 A5 A6, A3, A2, A1 A4, A7

907 A5, A3, A2 A4, A6, A7, A1

908 A10, A14 A9, A11, A13 A8, A12
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Texto Classe anotada

id A1 A2 B1 B2 C1

909 A9, A12, A13, A14 A8, A10 A11

910 A3 A4, A7, A2 A5, A6, A1

911 A14 A10, A13 A8, A9, A11 A12

912 A13 A11, A14 A8, A9, A10, A12

913 A8, A10, A13, A14 A9, A11, A12

1200 A4, A5, A3 A6, A7 A2, A1

1201 A14 A10, A12, A13 A8, A9, A11

1202 A13, A14
A8, A9, A10, A11,

A12

1203 A5 A6, A7, A1 A4, A3, A2

1204 A6 A4, A5, A7, A3, A1 A2

1205 A3 A5, A6, A1 A4, A7, A2

1206 A14 A12, A13 A8, A9, A10, A11

1207 A4, A1 A5, A7, A3 A6, A2

1208 A10, A13, A14 A9, A11 A8, A12

1209 A4, A5, A7 A6 A3, A2, A1

1210 A11, A13, A14 A8, A9, A10, A12

1211
A9, A10, A11, A13,

A14
A8, A12

1212 A6
A4, A5, A7, A3,

A2, A1

1213 A6
A4, A5, A7, A3,

A2, A1

1214 A3
A4, A5, A6, A7,

A2, A1

1215 A14 A11, A13 A8, A9, A10, A12

1216 A14 A8, A9, A11, A13 A10, A12

1217 A6
A4, A5, A7, A3,

A2, A1

1218 A14
A8, A9, A10, A11,

A12, A13

Tabela B.1: Análise dos resultados dos diversos anotadores por texto
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B.3 Matrizes de 
onfus~ao resultantes da anota�
~ao ma-

nual do 
orpus do Instituto Cam~oes

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 0 6 7 2

A2 0 2 3 12 2
B1 1 15 37 14 0
B2 0 0 0 5 2
C1 0 0 1 3 6

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 14 1 0 0 0

A2 0 17 1 1 0
B1 2 10 45 2 8
B2 0 0 0 5 2
C1 0 0 0 0 10

Tabela B.2: Matrizes de confusão (a) do anotador A1 e (b) do anotador A2

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 5 8 2 0

A2 0 5 12 1 1
B1 4 39 12 11 1
B2 0 0 3 3 1
C1 0 0 2 3 5

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 8 6 1 0

A2 1 4 10 4 0
B1 19 33 7 5 3
B2 0 0 2 2 3
C1 0 0 3 1 6

Tabela B.3: Matrizes de confusão (a) do anotador A3 e (b) do anotador A4

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 2 11 2 0

A2 0 3 9 6 1
B1 6 28 24 7 2
B2 0 0 4 2 1
C1 0 0 3 3 4

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 8 7 0 0

A2 0 6 12 1 0
B1 16 35 5 9 2
B2 0 0 0 3 4
C1 0 0 1 7 2

Tabela B.4: Matrizes de confusão (a) do anotador A5 e (b) do anotador A6
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(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 2 9 4 0

A2 0 1 15 3 0
B1 6 25 26 8 2
B2 0 0 1 3 3
C1 0 0 1 4 5

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 4 5 4 1 0

A2 1 14 3 1 1
B1 11 26 23 7 2
B2 0 0 0 6 1
C1 0 0 0 1 8

Tabela B.5: Matrizes de confusão (a) do anotador A7 e (b) do anotador A8

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 7 5 2 0

A2 0 5 8 7 0
B1 17 25 17 10 0
B2 0 0 2 2 3
C1 0 0 1 2 6

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 1 5 3 4 1

A2 3 6 5 5 1
B1 17 28 17 6 1
B2 0 1 1 2 3
C1 0 0 2 1 6

Tabela B.6: Matrizes de confusão (a) do anotador A9 e (b) do anotador A10

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 5 5 4 0

A2 0 4 5 8 3
B1 6 23 35 5 0
B2 0 0 2 2 3
C1 0 0 1 4 4

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 1 2 5 6 0

A2 1 6 3 6 4
B1 17 31 13 2 6
B2 0 0 2 1 4
C1 0 0 0 2 7

Tabela B.7: Matrizes de confusão (a) do anotador A11 e (b) do anotador A12

(a) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 1 10 3 0 0

A2 0 13 7 0 0
B1 12 47 7 3 0
B2 0 0 6 1 0
C1 0 0 3 5 1

(b) Classe anotada
A1 A2 B1 B2 C1

C
la

ss
e

a
tu

a
l A1 0 9 5 0 0

A2 1 10 9 0 0
B1 21 34 12 2 0
B2 0 2 2 3 0
C1 0 1 6 2 0

Tabela B.8: Matrizes de confusão do (a) anotador A13 e (b) do anotador A14
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